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Résumé

L’objet de ce rapport est de rappeler brièvement quelques notions de probabi-
lités en insistant sur celles qui sont applicables aux calculs de structures. Quelques
exemples basiques préciseront le propos et une étude bibliographique non exhaus-
tive permettra de donner quelques repères dans ce monde souvent mal connu des
mécaniciens.

Abstract

The object of this report is to present briefly some notions of probability espe-
cially these concerning structural mechanics. Some basics examples will illustrate
the topic and some elements of bibliography will give the reader some ways and
means in a world often misknown for many researchers involved in Mechanical
Science.
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Introduction

L’aspect aléatoire d’un phénomène peut être défini comme une absence de mo-
tif clairement identifiable. Cette caractéristique peut être observée dans de nom-
breux objets définis dans un contexte d’espace et/ou de temps. Deux familles de
sources aléatoires sont généralement introduites :

– Irrégularités inhérentes aux phénomènes observés et dont la caractérisation
déterministe est impossible : Principe d’Incertitude de la mécanique quan-
tique, théorie cinétique des gaz.

– Manque de connaissances des phénomènes mis en jeu : cela peut concerner
le modèle (les équations associées) ou les paramètres du modèle comme
la valeur d’un coefficient matériau en un point de l’espace, ainsi que les
entrées du modèle comme les effets d’un séisme (aléatoires) sur un bâtiment
(de comportement déterministe).

Dans une première partie, on effectuera quelques rappels de base sur les no-
tions d’espace de probabilités, de variables aléatoires puis de processus stochas-
tiques, puis dans une deuxième partie, on examinera comment les incertitudes
d’un calcul de structures peuvent être modélisées par des variables aléatoires (ou
des processus stochastiques), comment la réponse peut être calculée et enfin com-
ment elle peut être interprétée à l’aide de critères de performance (notion de fia-
bilité). Cette partie comportera quelques exemples caractéristiques empruntés à la
littérature.
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Première partie

Rappels de probabilités
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La théorie des probabilités, branche des mathématiques, fournit un cadre ri-
goureux permettant l’analyse des phénomènes aléatoires ou incertains (random
phenomena). Cette première partie n’a pas la prétention de l’exhaustivité : pour
une approche plus importante de la théorie des probabilités, il existe d’excellents
ouvrages de référence [Grimmette et Stirzaker 91][Metivier 89].

Considérons une expérience répétée un certain nombre de fois dans des condi-
tions identiques (aussi précisément que possible) et intéressons nous aux résultats :
Si les résultats de mesures sont identiques, le processus sera qualifié de détermi-
niste sinon, si les résultats diffèrent, le processus sera qualifié d’aléatoire.

Exemples de processus aléatoire : le jet d’une pièce de monnaie, le nombre de
jours sans panne d’une machine, les efforts aérodynamiques sur une aile d’avion,
le tir sur une cible circulaire. . .
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Chapitre 1

Evénements et loi de probabilités

1.1 Evénements aléatoires

A chaque épreuve, on associe un couple(Ω,F) avec :
– Ω l’ensemble des événements élémentaires
– F σ-algèbre sur l’espaceΩ ( ou tribu deΩ).F contient tous les événements

dont l’issue est intéressante :A ∈ F ≡ {A est une combinaison d’événe-
ments élémentairesω ∈ Ω } Elle est définie par les propriétés suivantes :

1. Ω ∈ F
2. siA ∈ F alorsĀ = Ac ∈ F
3. SoitI une famille dénombrable d’indices et (∀i ∈ F) Ai ∈ F alors⋃

i∈I Ai ∈ F

Exemple d’épreuve : jet d’un dé
– L’événement élémentaire "la face supérieure du dé est 3" sera noté{3}

(simple event).
– L’événement " la face supérieure du dé est paire " est un événement com-

posé (compound event) notéAp avecAp ∈ F .

Ap = {{2}, {4}, {6}}

– Ap est un ensemble dénombrable d’éléments disjoints.

Construction deF
– SiΩ est de dimension finie, alorsF = P(Ω) (ensemble des parties deΩ)
– Si Ω = R, alorsF = R appelée tribu de Borel deR, engendrée par la

famille des intervalles]−∞, a] (∀a ∈ R)
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A chaque événement, élément deF , on associe un nombre réel appelé probabilité
de l’événement. Intuitivement, il semble raisonnable que

– la probabilité soit reliée à la fréquence relative d’occurence de l’événement
lors d’un "grand nombre" d’expériences,

– la probabilité soit comprise entre0 et1.
– la somme des probabilités de tous les événements possibles d’une épreuve

soit égale à1.
Ces notions sont précisées dans le paragraphe suivant.

1.2 Mesure de probabilité

Une mesure de probabilitép sur(Ω,F) est une fonctionp : F −→ [0, 1] telle
que :

1. p(∅) = 0, p(Ω) = 1 ;

2. si{A1, A2, An} est un ensemble dénombrable d’événements disjoints
(Ai ∩ Aj = ∅) ∀i 6= j), alors :

p
(⋃

Ai

)
=
∑

p(Ai) (1.1)

Le triplet (Ω,F , p) est appelé espace de probabilité
Le choix d’une loi de probabilité est guidé
– par des considérations de symétrie : dans l’exemple du jet de dé, on convien-

dra d’attribuer la même probabilité à tous les événements élémentaires si
l’on estime que le dé est équilibré. On parle alors d’événements équipro-
bables.

– par des informations expérimentales sur la fréquence d’apparition de l’évé-
nement : on suppose que

p(A) = lim
n→+∞

N(A)

n

avecN(A) le nombre de réalisations de A enn expériences.
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En résumé :exemple du jet de dé
Ω : espace des
événements élémen-
taires

Ω = {{1}, {2}, {3}, {4}, {5}, {6}}

ω ∈ Ω : événement
élémentaire

ω3 = {3}

F : tribu (σ-algèbre)
d’événements

F = P(Ω)

A ∈ F événement A = {{2}, {4}, {6}} (nombre pair)
p : mesure de proba-
bilité sur(Ω, F )

Dé parfaitement équilibré :p({ωi}) = 1
6

∀i
p(A) = p({2})+ p({4})+ p({6}) = 3× 1

6
= 1

2

1.3 Indépendance et probabilité conditionnelle

Probabilité conditionnelle Si p(B) > 0, alors la probabilité conditionnelle que
A soit réalisé sachant queB l’est, est donnée par :

p(A/B) =
p(A ∩B)

p(B)
(1.2)

Illustration dans le cas uniforme : Soit un univers des réalisations à 10 élé-
ments :Card(Ω) = 10 (Fig. 1.1). On suppose un modèle équiprobable (probabi-
lité uniforme). Le modèle est uniforme, la probabilité d’un événement se ramène

A

Ω

Β

A∩Β

FIG. 1.1 – probabilité conditionnelle

à un dénombrement : rapport du nombre de cas favorables au nombre de cas pos-
sibles.

– p(A) = Card(A)
Card(Ω)

= 5
10
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– p(A/B) = Card(A∩B)
Card(B)

= Card(A∩B)
Card(Ω)

Card(Ω)
Card(B)

; l’interprétation est immédiate :
B étant réalisé, l’ensemble des cas possibles se réduit àB et l’ensemble des
cas favorables à l’intersection deA et deB.

– Application numérique :p(A/B) = p(A∩B)
p(B)

= 2
10

10
5

= 2
5

Partition {B1, B2, Bi, Bn} est une partition deΩ (Fig. 1.2) si :

Bi ∩Bj = ∅ ∀i 6= j et
⋃

Bi = Ω

alors
p(A) =

∑
i

p(A/Bi)p(Bi)

Preuve

A =
⋃
i

(A ∩Bi) avec A ∩Bi événements disjoints.

En utilisant la définition de la probabilité (1.1), on en déduit :

p(A) = p

(⋃
i

(A ∩Bi)

)
=
∑

i

p(A ∩Bi)

et en appliquant la définition de la probabilité conditionnelle ( 1.2),

p(A) =
∑

i

p(A/Bi)p(Bi)

Corollaire : Formule de BAYES Pour tout couple (Bj, A) d’événements asso-
ciés à une expérience aléatoire,

p(Bj/A) =
p(A/Bj)p(Bj)

p(A)

Il suffit d’écrire la définition de la probabilité conditionnelle (1.2) :

p(A ∩Bj) = p(Bj ∩ A) = p(A/Bj)p(Bj) = p(Bj/A)p(A)
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A
B1

B2

B3
B4

B5

B7 B8

B6

FIG. 1.2 – partition deΩ

Indépendance Deux événementsA etB sont indépendants si :

p(A ∩B) = p(A)p(B)

Cela revient à considérer que la réalisation de l’événementB n’influe pas sur la
réalisation de l’événementA :

p(A/B) = p(A)

plus généralement une famille{Ai : i ∈ I} est indépendante si :

p

(
e⋂
i

Aαi

)
=

e∏
i

p(Aαi
)

pour tout sous-ensemble{Aα1 . . . Aαe} de la famille.
Remarque : si les événements A,B,C sontdeux à deux indépendants, on ne

peut en déduire en général qu’ils sont indépendants (dans leurensemble).
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Chapitre 2

Variable Aléatoire (Random
Variable)

2.1 Exemple : jeu de dé

On ne s’intéresse pas aux événements aléatoires mais à leurs conséquences
(exemple : le gain d’un jeu de hasard). Ces conséquences des événements aléa-
toires seront définies par la donnée d’une fonctionX appelée «variable aléatoire»
permettant d’associer à tout événement élémentaireω un nombre réelX(ω) ; ceci
permet de rendre compte d’une observation par un nombre réel. L’ensembleX(Ω)
s’appelle l’ensemble des observables.

Exemple d’un jeu de dé :
– Si le nombre est pair, on gagne un franc (+1),
– si le nombre est{1} ou{3}, on perd un franc (-1),
– si le nombre est{5} on ne perd ni ne gagne (0).

2.2 Loi de probabilité d’une variable aléatoireX

Une variable aléatoire X, définie sur(Ω,F , p) induit l’univers (Ω,F , p) sur
(R,R, PX)1. La mesurePX est appelée loi de probabilité de la variable aléatoire
X ou distribution deX.

Définition 1 On appelle variable aléatoire à valeurs dansR une applicationX,
deΩ dansR, possédant la propriété suivante :

Soit A(I) = {ω ∈ Ω : X(ω) ∈ I} alors A(I) ∈ F ∀I ∈ R (2.1)

1R : tribu de Borel deR (c.f. § 1.1)

11



Remarques
– L’introduction d’une variable aléatoire permet à tout intervalle, éventuelle-

ment réduit à un point de représenter un événement.
– La définition d’une variable aléatoire permet d’attribuer une probabilité à

tout intervalle identifié à l’événement dont il est l’image.

PX(x ∈ I) = p({ω ∈ Ω : X(ω) ∈ I})

2.3 Fonction de répartition d’une variable aléatoire
X

Définition 2 On appelle fonction de répartition deX la fonction

FX :

{
R −→ [0, 1]
t 7−→ FX(t) = PX(x < t) = p({ω ∈ Ω : X(ω) < t})

Propriétés On peut déduire des propriétés dePX que
– FX est monotone croissante,
– continue à droite en tout point,
– limx→−∞ FX(x) = 0
– limx→+∞ FX(x) = 1
Une variable aléatoire est, en pratique, complètement déterminée par la don-

née de sa fonction de répartitionFX : nous étudierons souvent des V.A dont la
fonction de répartition (ou la loi) est donnée sans préciser sur quel espaceΩ elle
est définie.

2.4 Mesure d’une variable aléatoire discrète

Définition 3 Soit X une V.A. sur(Ω,F , p). On appelle support discret de X l’en-
semble :

DX = {x ∈ R/PX(x) 6= 0}

N.B :DX est fini ou dénombrable

Définition 4 X est une V.A. discrète siDX 6= ∅ et si
∑

x∈DX
PX(x) = 1

Propriété Une V.A. X est discrète ssiFX est en escalier.
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Exemple du jeu de dé

-1 1
x

0.5

1
Px

TAB . 2.1 – Loi de probabilité

-1 1
x

0.2

0.4

0.6

0.8

1
Fx

TAB . 2.2 – Fonction de répartition

Espérance SiDX est dénombrable,l’espérance2 deX, notéeE(X) existe si la
série est convergente

E(X) =
∑

x

xPX(x)

Exemple du jeu de dé :E(X) = −1× 1
2

+ 0× 1
6

+ 1× 1
3

= −1
6

Espérance deφ(X) (Théorème du transfert)

φ : R → R
X : Ω → R

φ ◦X : Ω → R

E(φ(X)) =
∑

x

φ(x)PX(x)

Moments et moments centrés Soitk un entier positif, on appelleµk le moment
d’ordrek deX :

µk = E(Xk)

etmk le moment centré d’ordre k :

mk = E((X − µ1)
k)

Les deux moments les plus importants sont
– la moyenne ou espéranceµ1 = µ = E(X)
– la variancem2 = V (X) = σ2(X) = E((X − E(X))2).

2l’espéranceE(X) est appelée également moyenne deX.
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σ est appelé écart-type deX. C’est un indice de dispersion qui a la même unité
que les observables.

Propriété : V (X) = E(X2)− (E(X))2.
Exemple du jeu de dé :V (X) = 29

36
σ(X) ≈ 0.90

En résumé : pour le jeu de dé

{1}

{2}

{3}

{4}

{5}

{6}

Ω R

+1

0

-1

X
– Définition d’une variable aléatoire

SoitA(x) = {ω ∈ Ω : X(ω) < x} alors
A(x) ∈ F ∀x ∈ R

– Fonction de répartition deX
FX(x) = p(A(x))

– Loi de probabilité deX
PX(x) = p({ω ∈ Ω : X(ω) = x})

– Espérance deX
E(X) =

∑
x xPX(x)

– Variance deX
V (X) =

∑
x(x− E(X))2PX(x)

2.5 Principales distributions discrètes

Expérience de Bernoulli : Variable indicatrice Soit une expérience aléatoire
pouvant entraîner l’observation d’un événementA ou de son contrairēA. On ap-
pelle variable indicatrice de l’événementA la variable aléatoire X qui associe à
A la valeur1 et àĀ la valeur0. X prend la valeur1 et 0 avec la probabilitép et
q(= 1− p). La fonction de probabilitéPX est donnée par :

p(A) = PX(1) = p p(Ā) = PX(0) = 1− p (2.2)

L’espéranceE(X) = p et la varianceV (X) = p(1 − p). Une variable aléatoire
définie par la fonction de probabilité (2.2) est appelée variable aléatoire de Ber-
noulli.

Distribution binomiale B(n, p) SoitXi, (i = 1, · · · , n), n variables aléatoires
indépendantes de Bernoulli etY = X1 +X2 + · · ·+Xn. La loi de probabilité de
Y est donnée par :

PY (k) =

(
n

k

)
pk(1− p)n−k, k = 0, 1, · · · , n
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q Ce schéma, dit de Bernoulli, s’applique, par exemple, à un tirage avec remise
den boules dans une urne à deux catégories (A ={"la boule tirée est rouge"}).
PY (k) représente la probabilité d’avoir effectuék tirages de boules rouges parmi
n boules. L’espéranceE(Y ) = np et la varianceV (Y ) = np(1− p).

Distribution de PoissonP(λ) Une V.A. X dite de "Poisson" a pour loi de pro-
babilité :

PX(k) =
λk

k!
e−λ, k = 0, 1, · · · , n

La loi de Poisson s’introduit naturellement lors de l’étude de phénomènes aléa-
toires tels que le nombre d’impulsions enregistrées par unité de temps lors de la
mesure d’un rayonnement par un compteur. L’espéranceE(X) = λ et la variance
V (X) = λ.

Remarque : La loi binomialeB(n, p) peut être approchée par une loi de Poisson
P(λ = np) lorsquen a une valeur élevée etp une valeur faible.

2.6 Variable aléatoire continue

2.6.1 Définition - Propriétés

Définition 5 Une variable aléatoireX est continue s’il existe une fonction densité
fX(x) (P.D.F : probability density function) telle que :

PX(A) = p(X ∈ A) =

∫
A

fXdx, (∀A ∈ R)

Rappel :R appelée tribu de Borel deR contient tous les intervalles de la forme
[a, b], [a, b[, ]a, b], ]a, b[ ∀(a, b) ∈ R2.

Probabilité et densité :

p(x ≤ X ≤ x+ dx) = fX(x)dx (2.3)

p(a ≤ X ≤ b) =

∫ b

a

fX(x)dx (2.4)

Probabilité et fonction de répartition :

FX(a) = p(X ≤ a) =

∫ a

−∞
fXdx (2.5)

Propriétés
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1.
∫∞
−∞ fXdx = 1

2. p(X = x) = 0 siX est continue(DX = 0)

3. FX est continue en tout pointp(a ≤ X ≤ b) = FX(b) − FX(a). En tout
point oùfXest continue,fX = F ′

X

4. Pour connaître la loi d’une V.A. continue, il suffit de connaîtrefX .

2.6.2 Mesure d’une variable aléatoire continue

– Espérance (si elle existe)

E(X) =

∫ ∞

−∞
xfX(x)dx

– Moment d’ordrek :
µk = E(Xk)

Moment centré d’ordrek :

mk = E((X − µ1)
k)

– Fonction caractéristiqueϕX :

ϕX(t) =

∫ ∞

−∞
eitxfX(x)dx

1. La fonction caractéristiqueϕX est la transformée de Fourier inverse de
la densitéfX . La fonction génératrice de moment est la transformée de
Laplace inverse de la densitéfX .

2. Théorème d’unicité : Une CNS pour que deux V.A. aient même loi,
est qu’elles aient même fonction caractéristique ou génératrice.

3. Les moments d’une V.A. peuvent être calculés à partir deϕ

2.6.3 Exemples de lois continues

loi Uniforme X est uniforme sur [a,b] si :

fX(x) =

{
1/(b− a) si a < x ≤ b
0 sinon

FX(x) =


0 si x ≤ a
(x− a)/(b− a) si a < x ≤ b
1 si x > b
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loi Exponentielle X est exponentielle de paramètreλ(> 0) si :

fX(x) = λe−λx, x ≥ 0.

FX(x) = 1− e−λx, x ≥ 0.

loi Normale ou GaussienneN(µ, σ2) X est gaussienne de paramètresµ et σ2

si :

fX(x) =
1√

(2πσ2)
exp

(
−(x− µ)2

2σ2

)
, −∞ < x <∞

Soit X une V.A.N(µ, σ2). On poseY = (X − µ)/σ alors :

fY (x) =
1√
(2π)

exp

(
−x

2

2

)
, −∞ < x <∞

Y est appelée V.A. gaussienne centrée réduite (N(0, 1)). Sa fonction de répartition
est notée classiquementΦ :

Φ(y) = PY (Y ≤ y) =

∫ y

−∞

1√
(2π)

exp

(
−v

2

2

)
dv =

1

2

(
1 + erf(

y√
2
)

)

loi de Weibull X est de Weibull de paramètresα etβ si :

FX(x) = 1− e−αxβ
x ≥ 0

fX(x) = αβxβ−1e−αxβ
x ≥ 0

Remarques :
– Siβ = 1 on retrouve la loi exponentielle.
– La loi de Weibull est très utilisée pour modéliser le comportement à rupture

des matériaux fragiles telles les céramiques [Hild 95].
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Chapitre 3

Variable Aléatoire de dimension n
(Vecteur Aléatoire)

Généralement plusieurs variables aléatoires interviennent simultanément dans
la modélisation d’un processus. On convient de regrouper les variables aléatoires
dans un vecteur aléatoire dont on cherche à préciser

– une fonction densité de probabilité(joint probability density function)
– une fonction de répartition(joint cumulative distribution function)

On noteX = [X1, · · · , Xn] un vecteur de variables aléatoires prenant ses valeurs
dansRn.

(Ω,F , p) X−→ (Rn,Rn, PX)

– Rn est la tribu de Borel deRn, engendrée par les pavés deRn de la forme :
]−∞, a1]× · · ·×]−∞, an](ai ∈ R)

– PX est une mesure de probabilité deRn vers[0, 1].

3.1 Fonction de répartition

La fonction de répartition deX définie sur(Ω,F , p) est la fonction

F : Rn −→ [0, 1]

telle que :

F (x) = PX(X ≤ x) = p({ω ∈ Ω : X(ω) ≤ x}), ∀x ∈ Rn

Remarque : l’événement{ω ∈ Ω : X(ω) ≤ x} sera noté en abrégé :{X ≤ x}
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3.2 Loi deX. Densité

La densité de probabilité est définie par :

f(x) =
∂nF (x)

∂x1 · · · ∂xn

Propriétés
– f(x) ≥ 0
–
∫

Rn f(x)dx = 1

– p(a1 < X1 < b1, . . . , an < Xn < bn) =
∫ b1

a1
. . .
∫ bn

an
f(x1, . . . , xn)dx1 . . . dxn

Conséquence :
p(X(ω) ∈ A) = PX(A) =

∫
A
f(x)dx) ∀A domaine quarrable deRn

RemarqueDans la suite de la présentation, pour simplifier l’écriture, considérons
X = [X,Y ] (n = 2) : la généralisation àn quelconque se fait sans difficulté
particulière.

3.3 Loi marginale

Fonction de répartition marginale Les fonctions de répartition deX etY sont
données par :

FX(x) = p(X ≤ x) = F (x,∞), FY (y) = p(Y ≤ y) = F (∞, y)

avec

F (x,∞) = lim
y→∞

F (x, y) =

∫ x

−∞

(∫ ∞

−∞
f(u, y)dy

)
du

Densités marginales

fX(x) =

∫ ∞

−∞
f(x, y)dy fY (y) =

∫ ∞

−∞
f(x, y)dx

3.4 Loi conditionnelle

On cherche la loi de(Y | X = x). On calcule tout d’abord

p(Y ≤ y | x ≤ X ≤ x+ dx)

19



x x+dx X

Y

fX(x)dx

y

y+dy

f(x,y)dxdy

FIG. 3.1 – densité marginale

En utilisant les probabilités conditionnelles (1.2), on peut écrire :

p(Y ≤ y | x ≤ X ≤ x+ dx) =
p(Y ≤ y, x ≤ X ≤ x+ dx)

p(x ≤ X ≤ x+ dx)

=
F (x+ dx, y)− F (x, y)

F (x+ dx,+∞)− F (x,+∞)

En faisant tendredx vers0, on obtient

p(Y ≤ y | X = x) =
∂F (x,y)

∂x
∂F (x,+∞)

∂x

=

∫ y

−∞ f(x, v)dv∫ +∞
−∞ f(x, v)dv

Le dénominateur n’est autre que la densité marginale deX, ce qui conduit à l’ex-
pression de la fonction de répartition deY sachantX.

Fonction de répartition conditionnelle La fonction de répartition deY sachant
(X = x) est donnée par :

FY |X(y | x) = p(Y ≤ y | X = x) =

∫ y

v=−∞

f(x, v)

fX(x)
dv

La fonction densité de(Y | X = x) est la dérivée partielle de la fonction de
répartition de la variable(Y | X = x).

Densité conditionnelle

fY |X(y | x) =
f(x, y)

fX(x)
(3.1)
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3.5 Courbes de régression

Pour chaque valeur d’une des variables (par exempleX), il peut être utile de
connaître la valeur moyenne que prendra alorsY : on l’appelle espérance de la
variable conditionnelle(Y | X = x) et on a :

E(Y |X=x)(y | x) =

∫ +∞

−∞
yf(Y |X=x)(y)dy

La courbe(x,E(Y |X=x)) s’appelle courbe de régression deY enX. On définit de
même la courbe(E(X|Y =y), y) courbe de régression deX enY .

3.6 Indépendance

X et Y sont indépendantes si leurs distributions conditionnelles égalent leur
distribution marginale : la connaissance de la valeur prise par la variable aléatoire
X n’influe pas sur la loi deY et réciproquement.

p(y ≤ Y ≤ y + dy | X = x) = p(y ≤ Y ≤ y + dy)

soit
f(x, y)

fX(x)
dy = fY (y)dy

ce qui conduit pour les densités à :

f(x, y) = fX(x)fY (y) ∀x, y ∈ R (3.2)

et en intégrant, on obtient :

F (x, y) = FX(x)FY (y) ∀x, y ∈ R

CNS d’indépendance X etY sont indépendantes ssi(X, Y ) admet pour densité
f(x, y) = φ(x)ψ(y) avecf définie sur un domaine rectangle.

3.7 Caractéristiques d’un couple aléatoire

3.7.1 Espérance d’une fonctionu(X, Y )

E[u(X, Y )] =
∑
i,j

u(xi, yj)pij (Cas discret)

=
∫∫
R2

u(x, y)f(x, y)dxdy (Cas continu)
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3.7.2 Moment d’un couple aléatoire(X, Y )

– Moment d’ordrers :
µrs = E(XrY s)

– Moment centré d’ordrers :

mrs = E((X − E(X))r(Y − E(Y ))s)

On appellem11 = Cov(X, Y ) = E((X−E(X))(Y−E(Y ))), la covariance
de X et Y.

3.7.3 Matrice de Covariance deX = [X Y ]T

RX =

[
V (X) Cov(X, Y )

Cov(X, Y ) V (Y )

]
= E

(
[X− E(X)] [X− E(X)]T

)
Remarques : on note

– V (X) = Cov(X,X)
– σX =

√
V (X)

3.7.4 Covariance et indépendance

Covariance En développant la formule de définition, on trouve :Cov(X, Y ) =
E(XY )− E(X)E(Y )

Indépendance
– SiX etY sont indépendantes, alorsE(XY ) = E(X)E(Y ) donc Cov(X,Y)

= 0,
– mais Cov(X,Y) = 0 n’entraîne pas nécessairement que X et Y soient indé-

pendantes.

3.7.5 Corrélation

Définition 6 On appelle fonction de corrélation du couple(X,Y ) la fonctionρ
définie par :

ρ(X, Y ) =
Cov(X,Y )

σXσY

– Inégalité de Schwartz :
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1. |Cov(X, Y )| ≤ σXσY soit−1 ≤ ρ(X, Y ) ≤ 1

2. |Cov(X, Y )| = σXσY ssi il existea et b réels tqp(aX + bY = 0) = 1

– Propriétés

1. si X et Y sont indépendantes,ρ(X, Y ) = 0

2. la réciproque n’est pas toujours vraie

3. si ρ(X, Y )2 = 1, il existea et b réels tels queV (aX + bY ) = 0 et
p(aX + bY = 1) = 1 ; il existe alors une relation fonctionnelle affine
entre X et Y. La corrélation est une mesure de la dépendance linéaire
entre 2 V.A.

3.7.6 Fonction caractéristique

Définition 7 C’est la fonctionφ telle que :

R2 −→ C
(α, β) −→ φ(α, β) = E

[
eı(αX+βY )

]
En outre,
– φ(α, 0) est la fonction caractéristique marginale deX
– φ(0, β) est la fonction caractéristique marginale deY

3.8 Vecteur aléatoire gaussien à valeur dansRn

Le vecteur aléatoire gaussien joue un rôle très important dans l’étude et la
modélisation des phénomènes aléatoires ; ce paragraphe résume l’essentiel des
résultats à connaître.

3.8.1 Définitions

Définition 8 X = [X1, · · · , Xn] est un vecteur gaussien de densité multinormale,
notéN(µ,RX), si la fonction densitéf est donnée par :

f(x) = [(2π)n|RX|]−
1
2 exp

[
−1

2
(x− µ)RX

−1(x− µ)T

]
avec

– E(X) = µ
– RX = (Cov(Xi, Xj)) matrice de covariance
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Définition 9 Le vecteurX = [X1, · · · , Xn] est un vecteur gaussien si pour tout
a ∈ Rn, aTX est une variable gaussienne réelle.

Ceci équivaut à dire que toute combinaison linéaire deX avec un vecteur deRn

doit être une variable gaussienne. Cette définition est plus générale que la précé-
dente : elle s’applique en particulier au cas oùRX est une matrice singulière.

3.8.2 Théorèmes

Théorème 1 SoitT un opérateur linéaire deRn dansRp, soitX un vecteur gaus-
sien à valeur dansRn, alorsY = TX est aussi un vecteur gaussien (à valeur dans
Rp).

En particulier, siX estN(0,RX) alorsY estN(0,TRXTT).

Théorème 2 SiX1, · · · , Xn sont des variables aléatoires gaussiennesindépendantes,
le vecteurX = [X1, · · · , Xn] est gaussien.

Théorème 3 SoitX = X1, · · · , Xn un vecteur aléatoire gaussien, pour que les
V.A.Xi soient indépendantes, il faut et il suffit queRX soit diagonale.

Théorème 4 SoitX est vecteur aléatoire gaussien de matrice de covarianceRX

et d’espéranceE(X) = µ, sa fonction caractéristique est donnée par :

φ(t) = exp

[
itTµ− 1

2
tTRXt

]
sa loi est entièrement déterminée dès que l’on connaîtE(X) etRX.

3.8.3 Exemple

ExempleX estN(0,RX) avec

RX =

(
1 1√

3
1√
3

1

)

la densité de probabilité f(x) est représentée sur la figure 3.2.
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FIG. 3.2 – densité de probabilité du vecteur gaussien

3.8.4 Lois conditionnelles - régression

Deux résultats importants concernant les V.A. gaussiennes :

Théorème 5 Soit (X, Y ) un couple gaussien dont la matrice de covarianceRX

est inversible. La loi conditionnelle deX sachant queY = y est une loi gaus-
sienne

– d’espérance :E(X)− ρσ(X)
σ(Y )

[E(Y )− y]

– de variance :(1− ρ2)σ2(X) (indépendante de y)

Preuve 1 Pour simplifier nous nous placerons dans le cas d’un couple centré. La
loi deY a pour densité

fY (y) =
1√

(2πσ2(Y ))
exp

(
− y2

2σ2(Y )

)
puisqueY est centrée. La loi deX sachantY = y a pour densité ( 3.1)

fX|Y (x | y) =
f(x, y)

fY (y)

f étant la densité jointe du couple gaussien (cf § 3.8)

f(x, y) =
[
(2π)2|RX|

]− 1
2 exp

[
−1

2
(x)RX

−1(x)T

]
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En remplaçant dans l’expression defX|Y (x | y), on obtient la relation

fX|Y (x | y) =
1√

(2π(1− ρ2)σ2(X))
exp

(
−

(x− ρσ(X)
σ(Y )

y)2

2(1− ρ2)σ2(X)

)

ce qui est la loi de probabilité d’une v.a. gaussienne de moyenneρσ(X)
σ(Y )

y et de

variance(1− ρ2)σ2(X).

Exemple : Soit le vecteur gaussien dont la densité de probabilité est représentée
figure 3.2. Les courbesf(x, y0) et fX|Y (x | y0) ont même profil à la constante
fY (y0) près (Fig. 3.3). La valeur choisie poury0 est égale à−1.

-3 -2 -1 1 2 3

0.1

0.2

0.3

0.4

0.5

f(x,-1)

fX|Y=y(x)

FIG. 3.3 – Comparaison densité et densité conditionnelle

Théorème 6 Soit(X,Y ) un couple gaussien, la meilleure approximation en moyenne
quadratique de X par une fonction de Y est

Z = E(X)− ρ
σ(X)

σ(Y )
[E(Y )− Y ]
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Chapitre 4

Fonction de variables aléatoires

4.1 Fonction à une seule variable

Soit X une V.A. de densitéfX et g : R → R, une fonction "suffisamment
régulière".Y = g(X) est une V.A. dont on cherche à déterminer la fonction de
répartitionFY .

p(Y ≤ y) = p(g(X) ≤ y) = p(g(X) ∈]−∞, y])

= p(X ∈ g−1(]−∞, y]) =

∫
g−1(]−∞,y])

f(x)dx

Exemple Soit X une V.A. gaussienne centrée réduite(N(0, 1)) et g(x) = x2.
Alors Y = g(X) = X2 a pour fonction de répartitionFY :

p(Y ≤ y) = p(X2 ≤ y) = p(−√y ≤ X ≤ +
√
y)

= FX(
√
y)− FX(−√y) si y ≥ 0

Or FX(x) = 1− FX(−x). Par différenciation, on obtient la fonction densitéfY :

fY (y) = 2
d

dy
FX(

√
y) = y−

1
2F ′

X(
√
y) = (2πy)−

1
2 exp(−1

2
y)

Théorème 7 Soit X et Y = g(X) deux V.A. continues alors

E[Y ] = E[g(X)] =

∫
g(t)fX(t)dt (4.1)

Méthode pratique dite du changement de variable1

1appelée également méthode de la fonction muette
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Pour trouver la loi deY = g(X), on écrit que pour toute fonctionφ continue
bornée :

E[φ(Y )] = E[φ(g(X))] =

∫
φ[g(x)]fX(x)dx =

∫
φ[t]h(t)dt

alorsh est la densité de la loi deY .
Lorsque la fonctiong−1 est multivoque, on effectue une partition deR en

intervallesI1, · · · , In tels que pour chaqueIi, 1 ≤ i ≤ n, la fonction g soit
strictement monotone et continûment différentiable. La densitéfY s’écrit alors :

fY (y) =
∑

i

fX(xi)

|dg(xi)
dx

|
(4.2)

avec la convention que le ième terme est nul si la fonctiong−1 n’est pas définie sur
Ii.

Exemple Y = g(X) = X2

E[φ(Y )] = E[φ(g(X))] =

∫ ∞

−∞
φ[g(x)]fX(x)dx =

∫
φ[t]

fX(g−1(t))

|g′[g−1(t)]|
dt

La fonctiong n’est pas strictement monotone surR : on effectue la partition sui-
vante :

I1 :]−∞, 0[ avec x1 = g−1
1 (y) = −√y

I2 : [0,+∞[ avec x2 = g−1
2 (y) = +

√
y

La fonction densité s’écrit :

fY (y) =
∑

i

fX(xi)

|dg(xi)
dx

|
=
fX(−√y)

2
√
y

+
fX(

√
y)

2
√
y

Dans le cas oùX est une V.A. gaussienne centrée réduite(N(0, 1)), la densité de
la V.A Y = X2 est donnée par :

fY (y) = (2πy)−
1
2 exp(−1

2
y)

on retrouve le résultat de l’exemple précédent.
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4.2 Généralisation

Plus généralement, siX1 etX2 sont deux V.A. de même fonction densitéf et
si g eth sont deux fonctions :R2 → R , quelle est alors la densité de probabilité
des V.A.Y1 = g(X1, X2) et Y2 = h(X1, X2) ? On noteT la transformation du
changement de variables :

D ⊆ R2 T−→ R ⊆ R2

(x1, x2) −→ (y1, y2)

Théorème 8 Si g : R2 → R, et T le changement de variables de l’ensemble
A ⊆ D versB ⊆ R alors∫∫

A

g(x1, x2)dx1dx2 =

∫∫
B

g(x1(y1, y2), x2(y1, y2))|J(y1, y2)|dy1dy2

avecJ le jacobien de la transformationT .

Conséquence: siX1 etX2 ont pour fonction densitéf , alors la paire(Y1, Y2) =
T (X1, X2) a pour densité :

f(Y1,Y2)(y1, y2) =


g(x1(y1, y2), x2(y1, y2))|J(y1, y2)|

si (y1, y2) sont dans le domaine de T
0 sinon

4.3 Somme de variables aléatoires

SoitZ = X + Y . On désire connaître la loi de probabilité deZ connaissant la
loi de probabilité deX etY . On se limite au cas continu (Fig. 4.1). La probabilité
queZ soit compris entre−∞ et z est l’intégrale de la fonction de densitéf(x, y)
dans la partie du plan telle quex + y < z. En exprimant la dépendance dex et y
par rapport àz, on obtient

p(−∞ ≤ X + Y ≤ z) = FZ(z) =

∫ ∞

x=−∞

∫ z

y=−∞
f(x, z − x)dydx

En exprimant la probabilité queZ soit compris dans la bande(z, z + dz), on écrit

p(z ≤ X + Y ≤ z + dz) = FZ(z + dz)− FZ(z) = fZ(z)dz

avec

fZ(z)dz =

∫ ∞

x=−∞
f(x, z − x)dxdz
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z = x+y

x x+dx

z-x

X

Y

y
y+dy

FIG. 4.1 – Somme de deux variables aléatoires

Théorème 9 Si X et Y ont une fonction densitéf alorsZ = X+Y a pour fonction
densitéfZ telle que

fZ(z) =

∫ ∞

−∞
f(x, z − x)dx

SiX etY sontindépendants:

fX+Y (z) =

∫ ∞

−∞
fX(x)fY (z − x)dx =

∫ ∞

−∞
fX(z − y)fY (y)dy

fX+Y est appelée la convolée defX et defY et est notée :

fX+Y = fX ∗ fY = fY ∗ fX

En effet, pour des variables indépendantes, on a (3.2)

f(x, y) = fX(x)fY (y)

il suffit de remplacer dans l’expression defX+Y pour obtenir le résultat.
Exemple Soit X et Y deux V.A.N(0, 1) indépendantes.Z = X + Y a pour

fonction densitéfZ :

fX+Y (z) =

∫ ∞

−∞
exp[−1

2
x2 − 1

2
(z − x)2]dx =

1

2
√
π

exp(−1

4
z2))

Remarques

1. Z est une V.A. gaussienne centrée de variance 2 (N(0, 2)).

2. Ce résultat est général : la somme den V.A gaussiennesN(µi, σ
2
i ) indépen-

dantesest une V.A. gaussienne d’espérance
∑n

i=1 µi et de variance
∑n

i=1 σ
2
i

.
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Fonction caractéristique de X+Y La fonction caractéristique de la somme de
deux V.A. indépendantes est le produit des fonctions caractéristiques correspon-
dantes :

φX+Y (t) = φX(t)φY (t)

4.4 Fonctions linéaires de V.A.

On noteX = [X1, · · · , Xn] un vecteur de variables aléatoires prenant ses
valeurs dansRn et Y = [Y1, · · · , Ym] un vecteur de variables aléatoires prenant
ses valeurs dansRm tels que

Y = CX (4.3)

avecC une matricem × n à coefficients constants. L’espérance et la matrice de
covariance deY sont données par :

E[Y] = CE[X]

RY = CRXCT

Le cas particulier du vecteur gaussien a été examiné au paragraphe 3.8.

4.5 Application à l’analyse statistique linéaire

On noteX = [X1, · · · , Xn] un vecteur de variables aléatoires prenant ses
valeurs dansRn et Y = [Y1, · · · , Ym] un vecteur de variables aléatoires prenant
ses valeurs dansRm tels que

Y = f(X) (4.4)

On peut approximerY en effectuant un développement de Taylor def autour de
l’espérance deX notéeX0

f(X) ∼ f(X0) +

[
∂f(X0)

∂X

(
X−X0

)]
(4.5)

Les propriétés sur l’approximation linéaire des moments deY se déduisent de
l’équation (4.5)

– Pour l’espéranceE[Y] = Y0

E [f(X)] ∼ f(X0)

– pour la matrice de covarianceRY

RY ∼
[
∂f(X0)

∂X

]
RX

[
∂f(X0)

∂X

]T
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Remarque : seule la connaissance de la valeur moyenneX0 et de la matrice
de covarianceRX est nécessaire au calcul deE[f(X]) et deRY : il n’est pas
nécessaire de connaître la loi de probabilité deX.
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Chapitre 5

Mode de convergence en probabilité

On considère une suite de V.A indicée par i :{X1, · · · , Xn}, et l’on s’intéresse
au comportement à la limite d’une telle suite. ChaqueXi est définie sur(Ω,F , p).

5.1 Définitions

5.1.1 Convergence presque sûre

Définition 10 Xn converge presque sûrement vers une limite quandn→∞ si :

p({ω ∈ Ω : Xn(ω) tend vers une limiteX(ω)}) = 1

RemarqueIl y a convergence presque sûre (p.s.) de la V.A.Xn vers la V.A.X si
la fonctionXn : Ω → R converge en presque tous ses points vers la fonctionX.

5.1.2 Convergence en probabilité

Définition 11 Xn converge en probabilité versX si :

∀ε > 0 lim
n→∞

p({ω ∈ Ω : |Xn(ω)−X(ω)| > ε}) = 0

5.1.3 Convergence en moyenne

Définition 12 Xn converge en moyenne d’ordrer (r ≥ 1) versX siE|Xr
n| <∞

et
lim

n→∞
E(|Xn −X|r) = 0
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5.1.4 Convergence en loi

Définition 13 Xn converge en loi versX ssiFXn → FX

∀u ∈ R lim
n→∞

p({ω ∈ Ω : Xn(ω) < u) = p({ω ∈ Ω : X(ω) < u)

Théorème 10Xn converge en loi versX ssi la suiteφXn(t) converge vers la
fonctionφX(t).

5.2 Relation entre les types de convergence

(Xn
p.s.−→ X)

(Xn
r−→ X)

}
=⇒ (Xn

p−→ X) =⇒ (Xn
l−→ X)

5.3 Deux théorèmes de convergence

5.3.1 Loi forte des grands nombres

Théorème 11 SoitX1, · · · , Xn des variables indépendantes de même loi, d’es-
pérance finieE(Xi) = m, alors la moyenneY = 1

n

∑n
i=1Xi converge p.s. vers la

V.A. constantem lorsquen→∞.

5.3.2 Théorème limite centrale (Central limit theorem)

SoitX1, · · · , Xn des variables indépendantes de même loi, d’espérance finie
E(Xi) = m, de varianceσ2 non nulle avec

Sn = X1 + · · ·+Xn

alors
Sn − nm√

nσ2

l−→ N(0, 1) quandn→∞

Ce théorème explique pour une bonne part la grande importance pratique des va-
riables gaussiennes.
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5.4 Application : Méthode de Monte Carlo

5.4.1 Introduction

SoitX une V.A. uniforme sur[0, 1]. E(X) = 1/2. Soitf : R −→ R,

E[f(X)] =

∫ 1

0

f(t)p(t)dt =

∫ 1

0

f(t)dt

Pour obtenir l’intégraleE[f(X)], on fait n fois l’expérience du choix aléatoire
d’un nombre entre0 et1.

1

n

n∑
i=1

f(Xi)
l−→
∫ 1

0

f(t)dt

ExempleCalcul deI1 =
∫ 1

0
exp(−x2

2
)dt

I1 =

√
π

2
erf(

1√
2
) ≈ 0.855

On effectue 20 tirages pour chaque valeur de n et on fait varier n de 100 à 1000.
On représente l’évolution de l’estimation vers la solution en trait continu (Fig.
5.1). Une question fondamentale est le taux de convergence de la valeur estimée

100 150 200 300 500 700 1000
8nb tirages<

8I1 estim <

FIG. 5.1 – Convergence de l’estimation deI1

vers la valeur exacte inconnuea priori.
On peut montrer que la convergence est enK/

√
n. Evidemment, cette vitesse

peut paraître faible si on la compare aux autres méthodes d’intégration en di-
mension 1. Mais toutes ces méthodes s’effondrent lorsque la dimension augmente
alors que la méthode de Monte Carlo est insensible à la dimension.
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5.4.2 Description de la méthode de Monte Carlo

On doit tout d’abord mettre sous forme d’une espérance la quantité que l’on
cherche à calculer. Ensuite il faut calculer une quantité de la formeE(X) où
X est une variable aléatoire. Pour calculerE(X), il faut simuler une variable
aléatoire selon la loi deX, c’est à dire générer une suite de variables aléatoires
indépendantes(Xi, i ≥ 1) suivant la loi deX. Pratiquement, on utilise une suite
de variables aléatoires indépendantes suivant la loi uniforme sur[0, 1]. Enfin, on
approximeE(X) par :

E(X) ≈ 1

N
(X1 + . . .+XN)

L’objet du paragraphe suivant est de répondre à ces deux questions :
– Quand et pourquoi cet algorithme converge-t-il ?
– Quelle idée peut on se faire de la précision de l’approximation ?

5.4.3 Convergence de la méthode

– la loi forte des grands nombres permet de justifier la convergence de la
méthode,

– le théorème de la limite centrale précise la vitesse de convergence
Concrètement, l’écartεn entre l’espérance deX et son estiméSn suit une loi
normale centrée :

εn = E(X)− 1

n
(X1 + . . .+Xn)

Théorème 12 Soit (Xn, n ≥ 1) une suite de variables aléatoires indépendantes
suivant toutes la même loi qu’une variable aléatoire X de varianceσ2 alors :√

n
σ
εn converge en loi versN(0, 1)

Conséquences pratiques
– La variance de la variable aléatoireX intervient fortement dans l’évaluation

de l’erreur : il convient de choisir la variable aléatoireX dont la variance
soit la plus faible possible. On appelle ce type de technique réduction de
variance.

– l’erreur n’est jamais bornée (le support de la gaussienne estR tout entier) :
on présente souvent l’erreur soit en donnant l’écart type deεn soit en don-
nant un intervalle de confiance à 95% (ou tout autre valeur proche de 1).

– la vitesse de convergence n’est pas excellente dans l’absolu mais elle ne
dépend ni de la dimension de l’intégration ni de la régularité def .
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Deuxième partie

Méthodes probabilistes en
dynamique et vibration des

structures
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Position du problème : structure
dans son environnement

Entrée Aléatoire Opérateur Déterministe

Excitation 
Aléatoire 

f

Sortie 
Aléatoire 

u

Λ(Système déterministe)

Système Aléatoire Opérateur Aléatoire

Excitation 
Déterministe

f

Sortie 
Aléatoire 

u

Λ(Entrée déterministe)

Système Aléatoire Opérateur Aléatoire

Excitation 
Aléatoire

f

Sortie 
Aléatoire 

u

Λ(Entrée Aléatoire)

On s’intéresse à la réponse d’une structure à une excitation d’entrée. Les condi-
tions aux limites et initiales sont parfaitement définies et le système dynamique
peut être modélisé par un opérateur intégro-différentiel. Le caractère incertain de
la réponse d’une telle structure est dû :

– au caractère aléatoire de l’entrée sachant que l’opérateur est déterministe
– au caractère aléatoire de l’opérateur dû à la présence de paramètres ( en

nombre fini ou infini) incertains avec une excitation déterministe.
– au caractère aléatoire de l’opérateur et de l’excitation d’entrée.

Il est à noter que la réponse est aléatoire dès lors que l’excitation ou l’opérateur
associé au système est aléatoire. On distinguera deux grandes familles selon les
cas

– la dynamique stochastique linéairesi la réponse estlinéaire en fonction
de l’excitation d’entrée avec une transformation
– linéaire des grandeurs aléatoires si les paramètres du système sontdéter-

ministes,
– non linéaire des grandeurs aléatoires si les paramètres du système sont
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aléatoires
– ladynamique stochastique non linéairesi la réponse estnon linéaire en

fonction de l’excitation d’entrée.
Dans le cadre de cette introduction, on se limitera à une présentation des outils de
la dynamique stochastique linéaire. Dans cette perspective, le problème se résume
à la résolution d’une équation du type

Λ u = f

avecΛ un opérateur différentiel linéaire stochastique,u la réponse aléatoire etf
l’excitation (aléatoire ou déterministe).
Le cas où l’excitationf est aléatoire et l’opérateurΛ, caractéristique du système,
est déterministe a été largement étudié et de nombreux résultats théoriques et nu-
mériques ont été obtenus dans le domaine du calcul de structures mécaniques
[Yang et Kapania 79][Linet al.86].

L’objet du chapitre 1, intitulé processus et signaux, est tout d’abord de rappeler
quelques éléments de théorie du signal puis de préciser les notions de processus
stochastiques permettant de modéliser le signal d’excitationf et de qualifier la
réponseu.

L’application aux vibrations linéaires sera évoqué au chapitre 2, dans le cas
particulier où l’excitationf est aléatoire et l’opérateurΛ déterministe.

Le cas où l’opérateurΛ est stochastique est un problème difficile qui n’a reçu
qu’un certain nombre de réponses partielles qui seront précisées dans le chapitre
3. La technique la plus utilisée en calcul des structures, issue de la méthode des
perturbations et des éléments finis, est appelée méthode des éléments finis sto-
chastiques (SFEM : Stochastic Finite Element Method). Elle fera l’objet d’un pa-
ragraphe particulier.

Enfin le chapitre 4 sera composé d’exemples de complexité croissante permet-
tant d’illustrer les concepts exposés.
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Chapitre 6

Processus et signaux

L’étude des signaux et systèmes porte, en général, sur des moyennes effectuées
sur desensemblesde signaux susceptibles de transformation (intégration, diffé-
rentiation, multiplication, convolution . . . ). Le modèle probabiliste, associé à cette
notion d’ensemble, est appeléprocessus aléatoireou processus stochastique.
L’objectif de cette partie est d’introduire les concepts et les outils permettant de
caractériser des processus aléatoires tels la réponse d’un système dynamique sou-
mis à des excitations aléatoires.
Cependant, en pratique, l’étude des signaux est basée sur des moyennestempo-
relles effectuées sur un élément de l’ensemble, supposé représentatif. Il existe
un lien entre la théorie probabiliste des processus aléatoires (basée sur l’espé-
rance ou moyenne d’ensemble) et la théorie déterministe basée sur des moyennes
temporelles : c’est la notion d’ergodicité. L’étude des processus basée sur l’utili-
sation des moyennes temporelles est plus accessible que la théorie basée sur les
moyennes d’ensemble et sera abordée préalablement. La partie 6.1 constitue une
brève introduction à la théorie déterministe du signal puis la partie 6.2 est consa-
crée aux processus stochastiques.

6.1 Processus et signaux déterministes

6.1.1 Spectre d’un signal

Les signaux représentés par une fonction réellef(t), t ∈ R seront appelés
signaux à temps continu, ceux représentés par une fonction réellef(n), n ∈ Z
seront appelés signaux à temps discret ou signaux échantillonnés.
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Signaux à temps continu d’énergie finie

On considérera essentiellement la classe très importante des signaux à énergie
finie.

Définition 14 Un signalf indexé parR à valeurs dansC est dit d’énergie finie
si f ∈ L2(R), c’est à dire si

∫
R f(u)f(u)du <∞.

L’introduction surL2(R) de l’analogue du produit scalaire ordinaire deR3 per-
met de parler d’éléments orthogonaux, de projection, d’approximation au sens
des moindres carrés.

Définition 15 La quantité〈f, g〉 =
∫

R f(u)g(u)du est un produit scalaire sur
L2(R). La norme associée s’appelle norme de la convergence quadratique :

||f ||2 =

[∫
R
|f(u)|2du

]1/2

Théorème 13L2(R) est un espace de Hilbert. ( c’est à dire un espace vectoriel
sur lequel on a défini un produit scalaire et une norme associée telle que toute
suite de Cauchy converge : espace vectoriel normé complet).

Spectre d’énergie d’un signal

Définition 16 – On appelle spectre d’énergie d’un signalf , la transformée
de Fourierf̂(ω) =

∫
R e

−iωtf(t)dt

– La fonction|f̂(ω)|2 s’appelle densité spectrale d’énergie, elle vérifie l’éga-
lité de Parseval1 :

E ≡
∫

R
|f(u)|2du =

1

2π

∫
R
|f̂(ω)|2dω

|f̂(ω)|2dω est la quantité d’énergie contenue dans la bande de fréquence[ω, ω +
dω]. La densité spectrale d’énergie peut s’exprimer en fonction de l’autocorréla-
tion temporelle du signal.

Définition 17 On appelle fonction d’autocorrélation temporelle du signalf d’éner-
gie finie, la fonctionKf (τ) telle que

Kf (τ) =

∫
R
f(u)f(u+ τ)du =

∫
R
f(v − τ)f(v)dv

Théorème 14 (Wiener et Khinchine) La densité spectrale d’énergie du signalf
est la transformée de Fourier de sa fonction d’autocorrélationKf :

|f̂(ω)|2 = K̂f (ω) ∀ω ∈ R
1appelée également égalité de Plancherel
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Généralisation : Spectre complexe d’un signal

Définition 18 On appelle spectre complexe d’un signal sa transformée de Fou-
rier.

– Si le spectre est une fonction, il s’agit d’un spectre continu,
– s’il est formé de masses de Dirac, il s’agit d’un spectre de raies

Un signal peut avoir un spectre constitué de la superposition d’un spectre continu
et d’une spectre de raies.

Signaux périodiques

Un signal périodique peut être soit sinusoïdal soit périodique complexe :

Signal sinusoïdal Un signal sinusoïdal est défini dans le domaine temporel par :

x(t) = X sin(2πf0t+ θ)

avecf0 la fréquence etθ la phase du signal. Le spectre du signal est constitué
d’une seule raie à la fréquencef0.

Signal complexe Un signal complexe est constitué d’une somme dénombrable
de signaux sinusoïdaux dont les fréquences sont des multiples d’une fréquence
f1 appelée "fréquence fondamentale". Soitx une fonction de périodeT = 1

f1
,

représentative du signal ; sa décomposition en série de Fourier s’écrit de la façon
suivante :

x(t) =
a0

2
+

∞∑
n=1

(an cos 2πnf1t+ bn sin 2πnf1t)

avec

an =
2

T

∫ t+T

t

x(u) cos(
2πn

T
u)du n = 0, 1, . . .

bn =
2

T

∫ t+T

t

x(u) sin(
2πn

T
u)du n = 1, 2, . . .

Le spectre du signal est constitué d’un nombre dénombrable de raies à des
fréquences multiples def1.

Signaux non périodiques

Signaux pseudo-périodiques Un signal pseudo-périodique est constitué d’une
somme dénombrable de signaux sinusoïdaux dont le rapport des fréquences n’est
pas un nombre rationnel.

x(t) =
∞∑

n=1

Xn sin(2πfnt+ θn)
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avecfn/fm 6∈ Q pour au moins un couple(m,n). Le spectre du signal est un
spectre de raies dont les fréquences ne sont pas multiples d’un nombre rationnel.

Signaux transitoires Les signaux transitoires sont tous les signaux non pério-
diques autres que les signaux pseudo-périodiques. Le spectre du signal est géné-
ralement continu.En résumé, on peut classer les signaux déterministes suivant la
figure 6.1.

Pseudo
périodique

Sinusoidal Complexe

Déterministe

Périodique

Transitoire

Non périodique

FIG. 6.1 – Classification des signaux déterministes

6.2 Processus et signaux aléatoires

6.2.1 Signal aléatoire et processus stochastique

L’observation pendant un intervalle de temps[0, T ] d’un signal fait apparaître,
en général, en fonction du temps des fluctuations autour d’un signal moyen repré-
sentant le signal utile. Ces fluctuations peuvent être modélisées par des variables
aléatoiresXt indexées part ∈ [0, T ] : le signal à l’instant t est alors uneobserva-
tion de la variable aléatoireXt. Un autre exemple bien connu est le mouvement
brownien. Chaque coordonnée spatiale d’une particule animée d’un tel mouve-
ment est une variable aléatoire dépendant du temps. On parle alors de processus
stochastique(stochastic process or random process)[Papoulis 65].

Il existe des phénomènes pour lesquels le paramètre qui indexe la variable
aléatoire n’est pas le temps : par exemple, la vitesse d’une particule fluide dans un
écoulement turbulent est une variable aléatoire qui dépend des coordonnées spa-
tiales. On parle alors généralement de processus champ(random field)[Vanmarcke 83].

Le terme général estrandom functions. Ce terme (comme celui de variable
aléatoire) peut porter à confusion puisqu’il s’agit en réalité de fonctions de fonc-
tions donc de fonctionnelles.

Définition 19 Un processus stochastique est une famille de variables aléatoires
réelles indexées par un ensembleT et définies sur un espace de probabilité(Ω,F , p).
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– SiT ⊂ Z, on noteraXn, n ∈ T ces variables,
– SiT ⊂ R, on noteraXt, t ∈ T ces variables.

Comme un processus stochastique est une famille de variables aléatoires, sa carac-
térisation est similaire à celle d’un vecteur aléatoire. La différence (et principale
difficulté) réside dans le nombre infini (dénombrable ou non) de variables aléa-
toires associées au processus.

On peut caractériser le processusXt par une fonction de répartition de dimen-
sionn ou une densité de probabilité de dimensionn. La fonction de répartition de
dimension n est définie par :

Ft(x) = Ft1,··· ,tn(x1, · · · , xn) = p({X(t1) ≤ x1, · · · , X(tn) ≤ xn})

Ces familles{Ft} de fonctions de répartition (pour tout ensemble fini{t1, · · · , tn})
(finite-dimensional distributions fdds) caractérisent complètement le processus
Xt.

De même, la fonction caractéristique de dimensionn est définie par :

φt(λ) = φt1,··· ,tn(λ1, · · · , λn) = E

[
exp[i

n∑
k=1

λkX(tk)]

]
=

〈
exp[i

n∑
k=1

λkX(tk)]

〉

Elle caractérise de la même façon le processusXt.
Une autre façon de définir un processus stochastique est de considérer la fonc-

tion xω(t) = X(t, ω), fonction det lorsque l’événement élémentaireω ∈ Ω est
fixé ; cette fonctionxω(t) est une réalisation particulière du processus stochastique
et est appeléetrajectoireoufonction élémentairedu processus. C’est un point dans
l’espaceS des fonctions élémentaires du processusX(t).

Ω → S
ω → X(t, ω)

Un processus aléatoire est déterminé si une mesure de probabilité est définie sur
l’espace des fonctions élémentairesS.

Définition 20 La fonctionnelle caractéristique du processusX(t) est définie par :

Φ(λ) = E

[
exp[i

∫
T

λ(t)X(t)dt]

]
=

〈
exp[i

∫
T

λ(t)X(t)dt]

〉
Si l’on pose

λ(t) = λ1δ(t− t1) + · · ·+ λnδ(t− tn)

on retrouve formellement la fonction caractéristique de dimensionn du processus.
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6.2.2 Classifications des processus stochastiques

Les processus stochastiques peuvent être stationnaires ou non stationnaires.
Les processus stationnaires peuvent être divisés en processus ergodique et non
ergodique. Les processus non stationnaires peuvent être classés en différentes ca-
tégories en fonctions de caractéristiques particulières qui ne seront pas détaillées
ici. Ces différentes classes peuvent être illustrées par la figure 6.2.

Classes
particulières

Ergodique Non ergodique

Stochastique

Stationnaire Non stationnaire

FIG. 6.2 – Classification des signaux stochastiques

Processus stationnaires

Considérons des réalisations du processus aléatoire comme représentées sur la
figure 6.3. Une estimation de la moyenne à l’instantt1 fixé peut être calculée ainsi
que la fonction de corrélation entre les instantst1 et t1 + τ :

mx(t1) = lim
n→∞

1

n

n∑
k=1

xk(t1)

Rx(t1, t1 + τ) = lim
n→∞

1

n

n∑
k=1

xk(t1)xk(t1 + τ)

Dans le cas général,mx(t1) etRx(t1, t1 + τ) varient lorsquet1 varie. le proces-
sus est dit non-stationnaire. Dans le cas particulier oùmx(t1) etRx(t1, t1 + τ) ne
dépendent pas det1, le processus est dit stationnaire au sens faible (weakly sta-
tionary). Lorsque tous les moments d’ordren du processus sont indépendants du
temps, le processus est dit stationnaire au sens fort (strongly stationary).

Processus ergodique

La caractérisation du processus peut être effectuée en effectuant des moyennes
sur les réalisations àt fixé comme précédemment, mais également pour une réali-
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xk(t)

t1+τ

x1(t)

xn(t)

t

t

t

t1

t1+τ

t1+τt1

t1

FIG. 6.3 – Différentes réalisations d’un processus stochastique

sationk particulière :

mx(k) = lim
T→∞

1

T

∫ T

0

xk(t)dt

Rx(τ, k) = lim
T→∞

1

T

∫ T

0

xk(t)xk(t+ τ)dt

Si le processus est stationnaire et quemx(k) et Rx(τ, k) ne dépendent pas de
k, alors le processus est dit ergodique :mx(k) = mx etRx(τ, k) = Rx(τ). En
conséquence, les propriétés du processus peuvent être caractérisées par l’étude
d’une réalisation particulière. En pratique, de nombreux signaux physiques sont
supposés ergodiques.
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6.2.3 Caractérisation d’un processusX(t, ω)

De même que pour les vecteurs aléatoires, les processus stochastiques peuvent
être caractérisés par leurs moments.
Nota : pour alléger les notations, le rappel de la dépendance aléatoire du processus
sera omis :X(t, ω) sera notéX(t) ouXt.

Espérance d’un processusX(t)

Définition 21 On appelle valeur moyenne ou espérance du processusX(t), la
fonction définie par :

µX(t) = 〈X(t)〉 =

∫ +∞

−∞
xdFt(x) =

∫ +∞

−∞
xft(x)dx

Variance-Covariance d’un processusX(t)

– Variance deX(t) :

V arX(t) = E
(
(X(t)− µX(t))2

)
=
〈
(X(t)− µX(t))2

〉
– Fonction de covariance deX(t) :

CX(t1, t2) = 〈(X(t1)− µX(t1))(X(t2)− µX(t2))〉

Nota : On voit queV arX(t) = CX(t, t)
– Fonction de corrélation deX(t) :

RX(t1, t2) = 〈X(t1)X(t2)〉

6.2.4 Caractérisation d’un vecteur processusX(t)

On peut être intéressé par le comportement simultané den processus stochas-
tiquesX1(t), . . . , Xn(t). On introduit un vecteur processusX(t) = [X1(t), . . . , Xn(t)]

Espérance d’un vecteur processusX(t)

L’espérance ou valeur moyenne deX(t) est définie par :

µ(t) = [µX1(t), . . . , µXn(t)]

Les composantes du vecteurX(t) peuvent être en relation probabiliste : leur dé-
pendance mutuelle est caractérisée par les matrices de covariance et de corrélation.
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Matrice de covariance d’un vecteur processusX(t)

La matrice de covarianceCX(t1, t2) est définie par :

CX(t1, t2) =
〈
[X(t1)− µX(t1)]

T [X(t2)− µX(t2)]
〉

Matrice de corrélation d’un vecteur processusX(t)

La matrice de corrélationRX(t1, t2) est définie par :

RX(t1, t2) =
〈
[X(t1)]

T [X(t2)]
〉

Nota : on emploie parfois les termes d’intercorrélation et d’intercovariance pour
un couple de processus aléatoires.

6.2.5 Principales classes de processus

Une classe de processus joue un rôle particulièrement important tant à la fois
d’un point de vue théorique que pratique : ce sont les processus du second ordre.
Ils généralisent la classe de variables aléatoires de carré intégrable.

Définition 22 On appelle processus du second ordre un processus tel que son
moment d’ordre 2 soit fini :

∀t ∈ T, E(X(t)2) <∞

Processus stationnaires du second ordre

Comme il a été vu précédemment, de nombreux phénomènes physiques ont la
propriété d’être invariants par translation sur la variable t. Un modèle approprié
pour ces applications est le processus stochastique stationnaire.

Définition 23 Un processus stochastiqueX(t) avect ∈ T est appelé processus
stationnaire d’ordre 2 (second-order stationary process) si :

〈X(t)〉 = µ <∞
CX(t1, t2) = CX(t2 − t1) = CX(τ), τ = t2 − t1

Exemple

1. Cherchons un processus stationnaire centré de la forme :Xt = ξf(t) où ξ
est une variable aléatoire de carré intégrable etf une fonction déterministe.
Xt étant centré,ξ l’est nécessairement. Pour queXt soit stationnaire il faut
que

RX(s, t) = f(s)f(t)E(ξ)2
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ne dépende que det− s et si f est supposé continue, f est de la forme :

f(t) = rei(ωt+θ) ω, θ ∈ R

En incluantreiθ dans la variableξ,X(t) est de la forme :

X(t) = ξeiωt, ω ∈ R

2. Inversement, si on cherche des processus stationnaires centrés de la forme :

X(t) =
n∑

j=1

eiωjtξj, ωj ∈ R (6.1)

alors lesξj sont centrées et orthogonales. Un tel processus est dit à spectre
discret et l’ensemble{ω1, . . . , ωn} est le spectre du processus. Si on géné-
ralise l’équation 6.1 en une intégrale en un sens convenable

X(t) =

∫ +∞

−∞
eiωtdZ(ω)

on obtiendra tous les processus stationnaires du second ordre (ou presque !).

Représentation spectrale des processus stationnaires du second ordre

Pour une classe importante de ces processus (plus précisément les processus
dont la fonction de covariance est continue), on peut introduire la fonctionSX

telle queCX soit représentée par :

CX(τ) =

∫ +∞

−∞
eiωτdS(ω)

avecS(ω) une fonction à valeurs dansR, non décroissante, à valeurs bornées
appelée fonction de distribution spectrale. SiS(ω) est absolument continue, le
processus a un spectre continu et la fonction de corrélation peut s’écrire :

CX(τ) =

∫ +∞

−∞
eiωτsX(ω)dω

avecsX(ω) une fonction, à valeurs réelles, non-négative, appelée densité spectrale
deX.
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Processus stochastique ergodique

Théorème 15 (ergodique)SoitXn, n ∈ Z un processus stationnaire du second
ordre, il est dit ergodique si :

lim
n→∞

1

2n

n∑
k=−n

Xk+pXk = CX(p) presque sûrement.

SoitXt, t ∈ R un processus stationnaire du second ordre, il est dit ergodique si :

lim
T→∞

1

2T

∫ +T

−T

Xt+sXt = CX(s) presque sûrement.

Densité spectrale SoitX un processus ergodique de puissance moyenne finie.
L’autocorrélation temporelle en puissance est égale à la corrélation. La transfor-
mée de Fourier (lorsque c’est une fonction) de la fonction d’autocorrélation tem-
porelle est la densité spectrale de puissance.

Définition 24 SoitX un processus stationnaire du second ordre ergodique, on
appelle densité spectrale de ce processus, la transformée de Fourier de sa fonction
de corrélation lorsque cette transformée est une fonction.

On retrouve l’analogue pour les processus stochastiques du théorème de Wiener
et Khinchine pour les signaux d’énergie finie.

6.2.6 Exemples de processus stochastiques

Processus Gaussien

Un processusX(t), t ∈ T (T = Z ouT = R) est dit gaussien(Gaussian
ou normal stochastic process)si toutes les fonctions de répartition de dimension
finien sont gaussiennes, c’est-à-dire si les fonctions densité de probabilité sont de
la forme :

ft1,...,tn(x) = [(2π)n|CX|]−
1
2 exp

[
−1

2
(x− µ)CX

−1(x− µ)T

]
avec

– Xi = X(ti)
– E(X) = µ
– CX = (Cov(Xi, Xj)) matrice de covariance
Autrement dit, un processus stochastiqueX(t) est gaussien si tout vecteur de

dimension finien, X = [Xt1 , . . . , Xtn ], formé parn réalisations quelconques de
X(t) est un vecteur gaussien ( c.f. § 3.8). En conséquence, la donnée deE(X)
et deCX suffisent à caractériser la fonction de répartition de dimensionn du
processus gaussien.
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Processus de Markov

Dans un processus de Markov, le futur ne dépend pas du passé mais unique-
ment du présent. Plus précisément, un processusX(t), t ∈ T est appelé pro-
cessus de Markov si pour un ensemble quelconque de valeurs det tel quet1 <
t2 < . . . < tn, la fonction de répartition conditionnelle deX(tn) connaissant
X(t1), X(t2), . . . , X(tn−1) ne dépend que deX(tn−1). Si la fonction de réparti-
tion de l’état initial est connue, alors le processus de Markov est complètement
déterminé par la fonction de répartition conditionnelle suivante :

F (t, x | t0, x0) = p(X(t) < x | X(t0) = x0)

qui est communément appelée la fonction de transition du processus de Markov
X(t).
Parmi les processus de Markov à temps continu, les processus de diffusion consti-
tuent une classe importante ; ce sont des processus pour lesquels la fonction de
répartition conditionnelleF (t, x | t0, x0) et la densité de probabilité conditionnelle
correspondantef(t, x | t0, x0) vérifient une équation aux dérivées partielles de
type parabolique. Une de ces équations est très utilisée en pratique : l’équation de
Fokker-Plank-Kolmogorov :

∂f

∂t
+

∂

∂x
[a(t, x)f(t, x | t0, x0)]−

1

2

∂2

∂x2
[b(t, x)f(t, x | t0, x0)] = 0

avec deux fonctionsa(t, x) et b(t, x) telles que
– a(t, x) caractérise l’évolution moyenne deX(t) dans l’intervalle de temps

(t, t+ ∆t),
– b(t, x) caractérise l’évolution moyenne quadratique deX(t) dans l’inter-

valle de temps(t, t+ ∆t).
Cette équation se généralise dans le cas d’un vecteur processusX(t).

Processus de Wiener. Mouvement Brownien

Un exemple important des processus de Markov est le processus de Wiener car
tous les processus de diffusion (suffisamment réguliers) s’en déduisent. C’est une
modélisation mathématique du mouvement d’une particule libre immergée dans
un fluide.

Définition 25 Un processusX(t), t ∈ [0,+∞[ est dit de Wiener et notéW (t) s’il
possède les propriétés suivantes :

1. p(W (0) = 0) = 1,

2. les incrémentsW (t)−W (s), s < t sont indépendants et gaussiens,

3. 〈W (t)−W (s)〉 = 0,

4. 〈[W (t)−W (s)]2〉 = σ2(t− s) avecσ2 une constante positive.
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Corrélation : La fonction de corrélation d’un processus de Wiener s’écrit :

CW (t1, t2) = σ2 min(t1, t2).

Densité : La densité de probabilité de la transition des étatsx à un étaty est
donnée par :

f(s, x : | t, y) =
1

σ
√

2π(t− s)
exp

[
− (y − x)2

2(t− s)σ2

]

Propriétés :
– Le processus de Wiener est un processus gaussien : il est entièrement déter-

miné par sa moyenne et sa covariance.
– Il est non stationnaire.
– Toutes les réalisations d’un processus de Wiener sont continues et non diffé-

rentiables en tout point. Pour un mouvement brownien, la non-différentiabilité
signifie que la particule observée ne possède pas de vitesse à tout instant.
D’autres modèles permettent de surmonter cette difficulté (par exemple le
processus de Ornstein-Uhlenbeck [Rosenblat 62]).

Un exemple de processus stochastique généralisé : le bruit blanc gaussien

Le concept de processus stochastique généralisé ou distribution aléatoire est
proche de celui de distribution en analyse mathématique : une distribution aléa-
toire est une fonctionnelle linéaire et aléatoire ( dépendant deω ∈ Ω) définie sur
l’espace des fonctions tests. Les distributions aléatoires permettent de décrire les
processus très irréguliers en temps : l’exemple le plus important est le bruit blanc
gaussien.

Bruit blanc gaussien : Un bruit blanc gaussien est un processus gaussien sta-
tionnaireξ(t),−∞ < t < +∞ d’espérance< ξ(t) >= 0 et dont la densité
spectralesξ(ω) est constante dansR.

ξ(t) t ∈ R
〈ξ(t)〉 = 0

sξ(ω) = Cte

Un tel processus possède un spectre dont toutes les fréquences ont une égale parti-
cipation énergétique (analogue à la lumière blanche en optique). Cependant, un tel
processus n’a pas de sens physique car l’hypothèsesξ(ω) = Cte est équivalente à
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Rξ(τ) = Cδ(τ) (6.2)

avecδ la distribution de Dirac etC une constante représentant l’intensité du
processus. En particulier,Rξ(0) = σ2 = +∞ : ce n’est pas un processus du
second ordre mais un objet «idéal». L’équation 6.2 montre que toutes les valeurs
ξ(s) et ξ(s + t) sont décorrélées pour des valeurs arbitrairement petites det. Le
bruit blanc « physique» est un signal à « très large bande» dont la densité spectrale
est constante.

Remarques

1. Relation entre bruit blanc et processus de Wiener. Un bruit blanc gaussien
peut être considéré comme la dérivéesymboliqued’un processus deWiener.

2. Règles pratiques concernant le bruit blanc. On rencontre toujours un bruit
blanc gaussienξ(t) comme intégrant sous la forme :∫ t

s

A(α)ξ(α)dα

On remplace alorsξ(α)dα par la différentielle stochastique d’un Brownien
Bα indexé parR : ∫ t

s

A(α)ξ(α)dα =

∫ t

s

A(α)dBα

le calcul de l’énergie du processus s’écrit :

E(X(s, t)2) = E

(∫ t

s

∫ t

s

A(α)A(β)ξ(α)ξ(β)dαdβ

)
=

∫ t

s

A2(α)dα

3. La description complète du processus bruit blanc est donnée par la fonction
densité de probabilité [Lin 67]. Cependant, dans la plupart des applications,
deux représentations sont utilisables pour le calcul numérique :
– La première représentation est de la forme :

w(t) =

N(t)∑
k=1

Ykδ(t− τk)

avecN(t) un processus de Poisson de paramètreλ et Yk des V.A. indé-
pendantes, centrées, de distributions identiques et indépendantes du pro-
cessus de Poisson (Fig. 6.4). L’intensité est donnée parC = 〈Y 2〉λ. Cette
intensité peut être augmentée soit en diminuant l’intervalle entre les pi-
quets (i.e. en augmentantλ) soit en augmentant l’intensité des piquets
(i.e. en augmentant〈Y 2〉).
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τ1 τnτ2

Y1

Y2

Yk

Yn

τk

W(t)

t

FIG. 6.4 – Bruit blanc : représentation basée sur un processus de Poisson

– La deuxième représentation a la forme d’une fonction en escalier (Fig. 6.5) :
Chaque marche a une largeur constante∆t et l’intensité du processus à
la kième marche est une V.A.Zk/∆t. Comme dans la représentation pré-
cédente, les V.A. sont indépendantes et de distribution identique. Cette
approximation tend vers un processus bruit blanc lorsque∆t → 0. L’in-
tensité est donnée parC = 〈Z2〉.

Z1/∆t

Z2/∆t

Zk/∆t

∆t 2∆t k∆t

W(t)

t

FIG. 6.5 – Bruit blanc : représentation en escalier

Ces deux représentations sont utilisées pour les méthodes de simulation de
type Monte Carlo en dynamique des structures.
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Chapitre 7

Dynamique stochastique linéaire

Le cas de l’opérateur déterministe et de l’excitation aléatoire a été étudié par de
nombreux auteurs [Lin 67] [Yang et Kapania 79]. Pour fixer les idées, considérons
le problème d’évolution suivant :

[M ]Ẍ(t) + [C]Ẋ(t) + [K]X(t) = F (t) , t > 0
F (t) = [D]U(t), V (t) = [G]X(t)

(7.1)

avec les conditions initiales :

X(0) = Ẋ(0) = 0.

X est le processus stochastique des déplacements généralisés,[M ], [C] et [K] sont
les matrices réelles symétriques définies positives de masse, d’amortissement et de
raideur,[D] est la matrice des excitations (ou matrice des entrées) et[G] est la ma-
trice des observations (ou matrice des sorties) [Ohayon et Soize 98],[Soize 93].
Pour simplifier, on s’intéresse à la réponse du système à une excitation station-
naire, la généralisation à un processus d’entrée instationnaire se faisant suivant
la même démarche. De plus, seuls les moments d’ordre deux de la réponse sont
explicités.

7.1 Moments du second ordre de la réponse station-
naire

L’excitationU est un processus stochastique{U(t), t ∈ R+} indexé surR+,
à valeurs dansRn du second ordre, centré (s’il n’est pas centré, on le centre),
stationnaire en moyenne d’ordre deux (m.o.d), dont la fonction d’autocorrélation
θ → [RU(θ)] définie par :

[RU(θ)] = E{U(t+ θ)U(t)T}
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s’écrit

[RU(θ)] =

∫
R
eiωθ[sU(ω)]dω,

où la fonction de densité spectrale matricielle[sU(ω)] est donnée. La réponse sta-
tionnaire ( le vecteur d’observation) est alors donnée par le filtrage linéaire causal
du processusU ,

V (t) =

∫
R
[h(τ)]U(t− τ)dτ

avect→ [h(t)] la réponse impulsionnelle du filtre linéaire de convolution.
Sa fonction de réponse en fréquence (FRF)ω → [ĥ(ω)] =

∫
R e

−iωt[h(t)]dt est
une fonction continue deR dansMatC

1 qui s’écrit pour toutω dansR,

[ĥ(ω)] = [G]
(
−ω2[M ] + iω[C] + [K]

)−1
[D]

C’est un filtre linéaire causal et stable car[h(t)] = [0] pourt < 0 et t→ [h(t)]
est intégrable surR. Comme ce filtre est stable, V est un processus stochastique du
second ordre, centré, stationnaire en m.o.d et sa fonction d’autocorrélationθ →
[RV (θ)] = E{V (t+ θ)V (t)T} deR dansMatR s’écrit

[RV (θ)] =

∫
R
eiωθ[sV (ω)]dω,

où la fonction de densité spectrale matricielle[sV (ω)] ∈ MatC est donnée par

[sV (ω)] = [ĥ(ω)][sV (ω)][ĥ(ω)]∗

En pratique, dans le contexte de la dynamique basse fréquence, on suppose que
l’essentiel de la puissance du processus d’excitationU est porté par la bande basse
fréquence : on utilise alors la représentation réduite[ĥN(ω)] de [ĥ(ω)] à l’aide
d’une projection modale.

1espace des matrices dont les éléments sont dansC

56



Chapitre 8

Prise en compte des paramètres
incertains

La réponse d’un matériau dont les propriétés sont aléatoires (un sol par exemple)
soumis à une sollicitation est décrite par un système d’équations aux dérivées par-
tielles dont les coefficients peuvent être modélisés par des champs stochastiques.
Actuellement une littérature importante a été publiée sur le sujet tout particulière-
ment sous le terme d’éléments finis stochastiques indiquant une préférence pour
une approche spatiale de la discrétisation des équations aux dérivées partielles
stochastiques (SPDE).

8.1 Formulation des équations différentielles stochas-
tiques

8.1.1 Introduction

Un problème de mécanique aléatoire conduit généralement au calcul de la
fonction distribution de probabilité de processus stochastiques qui sont solutions
d’une équation différentielle dansR :

dY (t, ω) = a(Y (t, ω), t)dt+ σ(Y (t, ω), t)dg(t, ω); Y (0, ω) = Y0(ω) (8.1)

qui peut s’écrire comme une équation intégrale stochastique de Volterra.

Y (t, ω) = Y0(ω) +

∫ t

0

a(Y (s, ω), s)ds+

∫ t

0

σ(Y (s, ω), s)dg(s, ω) (8.2)

avecY (t, ω) le processus champ solution etg(t, ω) un processus Gaussien à va-
leurs dansR ; t ∈ R+ peut être interprété comme le temps etw ∈ Ω est un
événement élémentaire de l’espace de probabilitéΩ.
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Il est généralement très difficile d’obtenir une solution analytique : une réso-
lution numérique est la seule possibilité d’obtenir une solution approchée du pro-
blème. Cependant, dans le cas particulier oùg(t, ω) est un mouvement Brownien
modélisé par un processus de WienerW (t, ω), l’équation 8.2 a fait l’objet d’une
étude particulière [Sobczyk 91] [Arnold 74] [Sobczyk et Trebicki 99] [Itô 51]. A
cause des propriétés particulières du mouvement Brownien ( i.e. les trajectoires
sont continues mais non dérivables en tout point et les variations sont non bornées
sur chaque intervalle fini c.f § 6.2.6), la dernière intégrale de Eq. 8.2 ne peut être
interprétée comme une intégrale de Stieltjes. Une interprétation particulière est
historiquement due à Itô : l’équation 8.2 sera appelée équation intégrale de Itô.

8.1.2 Equation stochastique de Itô. Propriétés

Supposons les hypothèses suivantes satisfaites :
– les fonctionsa(y, t) et σ(y, t) sont définies et continues pourt ∈ [t0, T ] et
y ∈ R,

– a(y, t) etσ(y, t) satisfont les conditions de Lipschitz ( par rapport ày),
– a(y, t) etσ(y, t) croissent au plus linéairement par rapport à y,
– La variableY (t0) = Y0 est indépendante deW (t)−W (t0) pour toutt > 0.

Alors, l’équation 8.2 a une solution unique sur l’intervalle[t0, T ] satisfaisant la
condition initiale : c’est un processus de Markov de diffusion sur[t0, T ] ce qui
signifie que la densité de probabilité de transitionf(y, t | y0, t) du processusY (t)
satisfait l’équation de Fokker-Planck-Kolmogorov :

∂f

∂t
+

∂

∂y
[a(y, t)f(y, t | y0, t)]−

1

2

∂2

∂y2
[b(y, t)f(y, t | y0, t)] = 0

avecb(y, t) = σ(y, t)2 et les conditions initiale et aux limites appropriées.
Cette méthode, issue de la théorie des processus de Markov de diffusion, peut

être étendue au cas où les excitations ne sont pas des bruits blancs parfaits ; Cette
extension est principalement due à Statonovich et Khasminskii par une approche
asymptotique.

8.2 Equations aux dérivées partielles stochastiques(EPDS).

Une analyse similaire peut être faite pour les EPDS ; prenons l’exemple d’un
problème de thermique stationnaire :

8.2.1 Equations locales.

On cherche(T (x, ω),q(x, ω)) couple stochastique solution tel que :
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1. Equation vérifiée parT : T (x, ω) = 0 , x ∈ ∂D
2. Equation vérifiée parq : div(q(x, ω)) = r(x), x ∈ D
3. Relation de comportement :q(x, ω) = −κ(x, ω) � T (x, ω)

avec :r(x) la source de chaleur interne etκ(x, ω) la conductibilité thermique,
deux processus stochastiques définis sur le domaineD.

Une difficulté apparaît quant au sens du produit de deux processus stochas-
tiques ( par exemple dans la relation de comportement) lorsque les processus sont
très irréguliers comme le processus de Wiener par exemple. Le «bon» produit est
le produit de Wick, noté3. Les principaux résultats mathématiques sur les bons
espaces fonctionnels sont dans [Matthies et Bucher 99] et [Holdenet al.96] : ces
développements sortent du cadre de ce rapport.

Le lien avec l’intégrale de Itô est le suivant : Si W(t) représente le processus
de Wiener ( mouvement Brownien) etξ(t) le bruit blanc associé (c.f. 6.2.6) alors :∫ s

0

Y (t)dW (t) =

∫ s

0

Y (t) � ξ(t)dt (8.3)

l’intégrale de gauche est une intégrale de Itô et l’intégrale de droite fait intervenir
le produit de Wick (c.f. 6.2.6)

8.2.2 Formulation Variationnelle.

La formulation variationnelle en température issue du problème précédent
s’écrit : trouverT (x, ω) ∈ Tad espace admissible à préciser tel que :

J(T ) ≤ J(φ) ∀φ ∈ Tad (8.4)

avec :

J(φ) =
1

2

∫
Ω

∫
D

κ(x, ω)3(grad(φ(x, ω)))2dxdµ(ω)−
∫

Ω

∫
D

r(x)φ(x, ω)dxdµ(ω)

(8.5)
Cette formulation est l’analogue du théorème de l’énergie potentielle dans un pro-
blème en déplacement.

8.3 Formulation en vue d’un traitement numérique

Trois méthodes sont utilisées pour calculer la réponse aléatoire d’une struc-
ture modélisée par des paramètres incertains (Variables Aléatoires ou/et proces-
sus champ) [Kleiber et Hien 92]. La première utilise une décomposition en série
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de Taylor afin d’exprimer des relations linéaires entre des caractéristiques de la ré-
ponse aléatoire et les paramètres structuraux incertains sur la base d’une méthode
de perturbation. La deuxième méthode utilise soit une décomposition en série de
Neumann soit une projection sur le Chaos Homogène de la partie aléatoire de la
réponse cherchée, couplée avec une décomposition de Karkunen-Loeve des pa-
ramètres structuraux incertains et une représentation spatiale par éléments finis.
La troisième méthode est la méthode de Monte Carlo dont les principes ont été
donnés au paragraphe 5.4 de la première partie : On génère numériquement des
réalisations des Variables Aléatoires caractéristiques des paramètres structuraux
incertains. L’ensemble des réponses correspondantes est ensuite calculé. Enfin, un
traitement statistique, par des méthodes appropriées, permet de qualifier l’incer-
titude, qui peut faire l’objet d’une étude ultérieure de fiabilité [Augustiet al.84],
[Crandall et Mark 63]. Les principes des deux premières méthodes vont être rap-
pelés dans les deux paragraphes suivants.

8.4 Méthode de perturbation et E.F.

La méthode des perturbations appliquée à un milieu stochastique est une ex-
tension des méthodes utilisées en analyse non linéaire. Sous certaines conditions
de régularité, les fonctions et les opérateurs peuvent s’exprimer par une série de
Taylor autour de leurs valeurs moyennes. Supposons, par exemple, que le pro-
cessus champ aléatoire puisse être représenté par un vecteur aléatoireα(ω) de
dimensionr. L’équation caractéristique du système s’écrit :

[L(x) + A(α(ω),x)] [u(α(ω),x)] = f(x) (8.6)

La décomposition deA(α(ω),x) et deu(α(ω),x) autour de leur valeur moyenne
conduit à :

A(α(ω),x) =
r∑

i=1

αi(ω)
∂

∂αi(ω)
A(α(ω),x)

+
1

2

r∑
i=1

r∑
j=1

αi(ω)αj(ω)
∂2

∂αi(ω)αj(ω)
A(α(ω),x) + . . . (8.7)

et

u(α(ω),x) = ū(x) +
r∑

i=1

αi(ω)
∂

∂αi(ω)
u(α(ω),x)

+
1

2

r∑
i=1

r∑
j=1

αi(ω)αj(ω)
∂2

∂αi(ω)αj(ω)
u(α(ω),x) + . . . (8.8)
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En supposant de petites variations des variablesαk(ω) autour de leur valeur moyenne,
et en introduisant les équations 8.7 et 8.8 dans 8.6, on obtient un polynôme en
αk(ω). En égalisant les polynômes de même ordre de part et d’autre de l’équation
8.6, on obtient une série d’équations à résoudre successivement selon l’ordre des
polynômes enαk(ω). Les deux premiers termes de cette suite s’écrivent :

L(x) [ū(x)] = f(x) (8.9)

L(x)

[
∂

∂αi(ω)
u

]
+

∂

∂αi(ω)
A(α(ω),x) [ū(x)] = 0 (8.10)

Cette méthode a été utilisée de façon intensive ces dernières années dans des
problèmes de milieux aléatoires. De nombreux auteurs ont appliqué cette mé-
thode à des problèmes linéaires et non-linéaires, en statique et en dynamique
[Liu et al.86][Liu et al.88][Hisasa et Nakagiri 85]. De bons résultats ont été ob-
tenus pour des fluctuations des paramètres incertains contenues dans des bandes
étroites.

8.5 Méthode spectrale et E.F

On utilisera comme fil conducteur le problème de thermique du paragraphe
8.2.1.

La première idée est de décomposer les processus stochastiques donnés (κ(x, ω)
par exemple) sur une base d’espace déterministe, les coefficients (amplitudes)
étant des variables aléatoires :

κ(x, ω) =
∞∑
i=1

ηi(ω)fi(x) (8.11)

l’ensemble{fi} constitue une base complète généralement orthogonale et les co-
efficientsηi sont pris indépendants (l’équivalent stochastique de l’orthogonalité).
Une approximation numérique est obtenue par une troncature des termes les plus
élevés de la série :

κ(x, ω) ≈
N∑

i=1

ηi(ω)fi(x) (8.12)

La qualité de l’approximation dépend du nombre de termesN de la série. Or le
calcul de probabilité de défaillancePf dont l’ordre de grandeur est entre10−6 et
10−4 impose que le nombre de variables aléatoiresN soit assez faible, inférieur à
50 : il s’agit donc de choisir la base d’espace{fi} la mieux adaptée au problème
traité : une possibilité est l’approche spectrale ou décomposition de Karhunen-
Loève.
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8.5.1 Décomposition de Karhunen-Loève

Il s’agit d’utiliser les propriétés de la fonction de covariance du processus à
expliciter [Ghanem et Spanos 91] [Ghanem et Spanos 97] :

κ(x, ω) =
∞∑
i=1

θi(ω)gi(x) (8.13)

avec gi(x) les vecteurs propres du noyau de l’opérateur de covariance de
κ(x, ω). Plus précisément, la fonction de covarianceCκ(x1,x2) est, par défini-
tion, bornée symétrique définie positive : elle admet une décomposition spectrale
[Courant et Hilbert 53] :

Cκ(x1,x2) =
∞∑
i=0

λigi(x1)gi(x2) (8.14)

où λi et gi(x) sont les valeurs propres et vecteurs propres respectivement du
noyau de covariance. Ils sont solutions de l’équation intégrale :∫

D

Cκ(x1,x2)gi(x1)dx1 = λigi(x2) (8.15)

Le processus stochastique peut s’écrire :

κ(x, ω) = κ̄(x) +
∞∑
i=1

ξi(ω)
√
λigi(x) (8.16)

où κ̄(x) représente l’espérance deκ(x, ω) et ξi(ω) des V.A. non corrélées d’espé-
rance nulle et de variance unité :

〈ξi(ω)〉 = 0 〈ξi(ω), ξj(ω)〉 = δij (8.17)

Dans le cas particulier oùκ(x, ω) est un processus Gaussien, lesξi(ω) forment
un vecteur Gaussien : comme les variables sont non-corrélées, elles sont indépen-
dantes (6.2.6).

Lorsque le processus stochastique est inconnu (T (x, ω) par exemple), sa fonc-
tion de covariance l’est également et la décomposition de Karhunen-Loève n’est
donc pas directement exploitable : le Chaos Homogène permet une autre décom-
position.

8.5.2 Décomposition sur le Chaos Homogène

On cherche une décomposition deT (x, ω) sur une base de variables aléatoires
{ξi(ω)}.
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Définition et propriétés

On appelleΘ l’ensemble des variables aléatoires de carré intégrable : c’est un
espace de fonctions qui opèrent de l’espace(Ω,F , p) sur(R,R, PX) (c.f. section
2.2, définition 1). On peut définir un produit scalaire surΘ similaire à celui défini
surL2(R) (c.f. paragraphe 6.1.1, définition 15) :

〈X(ω), Y (ω)〉 =

∫
Ω

X(ω)Y (ω)dP (8.18)

avecdP une mesure de probabilité. Soit{ξi(ω)}∞i=1 un ensemble de variables aléa-
toires Gaussienne orthonormales. Considérons l’espaceΓ̂p de tous les polynômes
de{ξi(ω)}∞i=1 de degré inférieur ou égal àp. AppelonsΓp l’ensemble de tous les
polynômes dêΓp orthogonaux à̂Γp−1. Enfin, le sous-ensemblēΓp deΘ , engen-
dré parΓp, est appelé le Chaos Homogène d’ordrep etΓp le Chaos Polynomial de
degrép.

Toute variable aléatoireµ(ω) ∈ Θ s’écrit alors :

µ(ω) = a0Γ0 +
∞∑

i1=1

ai1Γ1(ξi1(ω)) +
∞∑

i1=1

i1∑
i2=1

ai1i2Γ2(ξi1(ω), ξi2(ω)) + . . . (8.19)

ou en réécrivant le développement

µ(ω) =
∞∑

j=0

âjΨj(ξ(ω)) (8.20)

Le Chaos Polynomial dépend des éléments d’un ensemble de dimension infinie
{ξi}.

Le Chaos Polynomial de dimensionn est construit à partir d’un ensemble fini
den V.A. ξi. A titre d’illustration, voici le développement deµ(ω) sur le Chaos
Polynomial de dimension 2 :

µ(ω) ≈ a0Γ0 + a1Γ1(ξ1) + a2Γ1(ξ2)

+ a11Γ2(ξ1, ξ1) + a12Γ2(ξ2, ξ1) + a22Γ2(ξ2, ξ2)

+ a111Γ3(ξ1, ξ1, ξ1) + a211Γ3(ξ2, ξ1, ξ1) + a221Γ3(ξ2, ξ2, ξ1)

+ a222Γ3(ξ2, ξ2, ξ2) · · · (8.21)

le mode d’obtention pratique desΓj est explicité dans [Ghanem et Spanos 91]. En
réécrivant le développement comme dans (8.20) :

µ(ω) =
P∑

j=0

âjΨj(ξ(ω)) (8.22)
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avec

P + 1 =

p∑
i=0

(i+ 1)
n−i∑
j=0

(j + 1)

n et p dimension et ordre du Chaos Polynomial (Exn = 2, p = 4, P = 34).
Remarque : La projection sur le Chaos Polynomial est identique à la projection
sur les polynômes de Fourier-Hermite [Matthies et Bucher 99][Grad 49].

8.5.3 Résolution

Le processus stochastiqueT (x, ω) peut s’exprimer comme produit de fonc-
tions dépendantes deω (Variables aléatoires) et de fonctions dépendantes dex
(fonctions d’espace) : la décomposition de K-L en est un exemple.

T (x, ω) =
P∑

i=0

Ψi(ξ(ω))di(x) (8.23)

Les fonctions d’espace peuvent être exprimées sur une base de type éléments fi-
nis :

di(x) =
N∑

k=1

hk(x)dik (8.24)

soit sous forme matricielle :

Th(x, ω) = [ht(x)][θ(ω)] (8.25)

avec[θ(ω)] = [d][Ψ(ω)]. En utilisant la formulation variationnelle, on obtient,
après minimisation, une équation matricielle de la forme :[∫

D

κ(x, ω)∇h(x)∇ht(x)dx

]
[θ(ω)] =

∫
D

[ht(x)]r(x) (8.26)

En replaçantκ(x, ω) par sa décomposition de K-L (Equ. (8.16)) dans l’équation
(8.26) : [

H(0) +
L∑

k=1

H(k)ξk(ω)

]
[θ(ω)] = r (8.27)

L est l’ordre de la décomposition de K-L,H(0), H(k) et r sont donnés par :

H(0) =

[∫
D

κ̄(x)∇h(x)∇ht(x)dx

]
(8.28)

H(k) =

[∫
D

√
λkgk(x)∇h(x)∇ht(x)dx

]
(8.29)
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r =

∫
D

[ht(x)]r(x) (8.30)

En utilisant la décomposition de[θ(ω)] sur le Chaos Homogène :

[θ(ω)] =
P∑

j=0

Ψj(ξ(ω))dj avecdj la jième colonne de[d] (8.31)

et en multipliant l’équation (8.26) de part et d’autre parΨi(ξ(ω)) on obtient
l’équation :

P∑
j=0

[
H(0)Ψi(ξ(ω))Ψj(ξ(ω)) +

L∑
k=1

H(k)ξk(ω)Ψi(ξ(ω))Ψj(ξ(ω))

]
dj = rΨi(ξ(ω))

(8.32)
qui peut être intégrée sur l’espaceΩ en utilisant la notation de l’équation (8.18) et
en posantξ0 = 1 :

P∑
j=0

[
L∑

k=0

H(k)〈ξk(ω)Ψi(ξ(ω))Ψj(ξ(ω))〉

]
dj = r〈Ψi(ξ(ω))〉 (8.33)

soit
P∑

j=0

H(ij)dj = ri i = 1, . . . , P (8.34)

Ce système linéaireN × P permet, après résolution, d’obtenir l’ensemble des
vecteurs[dj] de dimensionN pourj variant de 1 àP . Le champ de températures
s’obtient à partir des équations (8.31) et (8.25).

8.6 Post-traitement du champ solution : statistiques
de la réponse-fiabilité

Pour l’ingénieur, l’objectif, à terme, est de valider la conception de la structure
par rapport à un ensemble de critères pertinents : l’étude de la fiabilité d’un sys-
tème donne un sens à la notion de coefficient de sécurité [Lemaire 98][Ditlensen et Madsen 96].

8.6.1 Fonction de défaillance

La capacité d’une structure à remplir la fonction pour laquelle elle a été conçue
peut être évaluée à partir d’une fonction de performance ou marge de sécurité
[Ang et Tang 84] :G(X), avecX un ensemble den variables aléatoires. La dé-
faillance est définie par l’événement{G(X) ≤ 0} et {G(X) > 0} définit le
domaine de sûreté.
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8.6.2 Probabilité de défaillance

La probabilité de défaillance est donnée par :

Pf = P ({G(X) ≤ 0}) =

∫
G(X)≤0

fX(X)dX (8.35)

avecfX(X) la densité conjointe de probabilité deX.
Le premier objectif d’une étude de fiabilité est de calculerPf et donc l’inté-

grale multiple associée. Trois familles de résolution sont possibles :

1. par intégration formelle ou numérique

2. par simulation directe de Monte-Carlo

3. par des méthodes d’approximation :
– FORM :First Order Reliability Method
– SORM :Second Order Reliability Method

8.6.3 Moyenne et Covariance du champ solution

Les grandeurs du second ordre sont utiles pour l’étude de la fiabilité : pour le
champTh(x, ω) on désire calculer :

– la moyenne (espérance)µT (x) = 〈T (x, ω)〉
– la matrice de covariance

CT (x1,x2) = 〈(T (x1, ω)− µT (x1))(T (x2, ω)− µT (x2))〉

En utilisant la représentation du champTh,

Th(x, ω) = ht(x)
P∑

j=0

Ψj(ξ(ω))dj (8.36)

et les propriétés d’orthogonalité et de moyenne nulle desΨj(ξ(ω)), on obtient :

µT (x) = ht(x)d0 (8.37)

CT (x1,x2) = ht(x1)

〈
P∑

j=0

Ψj(ξ(ω))dj

(
P∑

k=0

Ψk(ξ(ω))dj

)t〉
h(x2)

= ht(x1)

(
P∑

j=0

〈Ψj(ξ(ω))Ψj(ξ(ω))〉djd
t
j

)
h(x2) (8.38)

expression dans laquelle〈Ψj(ξ(ω))Ψj(ξ(ω))〉 représente la variance (connue) du
j ième polynôme de Fourier-Hermite. Ces polynômes peuvent être normalisés sans
perte de généralité :〈Ψj(ξ(ω))Ψj(ξ(ω))〉 = 1.
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8.6.4 Distribution de probabilité approchée

Toute l’information concernant le processus solution est contenue dans l’en-
semble des vecteurs{dj} : en utilisant la représentation de la partie aléatoire du
champ solutionθ(ω) =

∑P
j=0 Ψj(ξ(ω))dj, on peut donner l’expression approchée

de la fonction densité de probabilité.
On suppose que les polynômes de Fourier-Hermite sont normalisés. On pose

θk(ω) l’élémentk du vecteurθ(ω) pourk variant de 1 àN :

θk(ω) =
P∑

j=0

Ψj(ξ(ω))djk (8.39)

En utilisant les propriétés d’orthogonalités des polynômes de Fourier-Hermite, on
peut écrire :

〈θk(ω),Ψl(ξ(ω))〉 = dlk (8.40)

En utilisant la définition de la probabilité jointe, l’équation (8.40) s’écrit :∫
RP+2

θk(ω)Ψl(ξ(ω))p
θk,ξ(θk, ξ)dθkdξ = dlk (8.41)

La probabilité jointep
θk,ξ peut être développée en série de la forme :

p
θk,ξ(θk, ξ) =

M=P+1∑
m=0

bmΨm(θk, ξ(ω))Φ(θk, ξ) (8.42)

avecΦ(θk, ξ) la densité de probabilité Gaussienne multinormale de dimension
n = P + 2 (c.f. paragraphe 3.8) :

Φ(z) = [(2π)n|RZ|]−
1
2 exp

[
−1

2
(z− z̄)RZ

−1(z− z̄)T

]
avec

– z =

[
θk

ξ

]
– E(Z) = z̄

– RZ = 〈zzt〉 =


σ2

θk
d0k . . . dPk

d0k
... Ik
dPk

matrice de covariance

En remplaçant (8.39) et (8.42) dans (8.41), on obtient :

P∑
j=0

djk

M∑
m=0

bm

∫
RP+2

Ψj(ξ(ω))Ψl(ξ(ω))Ψm(ξ(ω))Φ(θk, ξ)dθkdξ = dlk (8.43)
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L’équation (8.43) peut se mettre sous une forme matricielle :

A(k)b(k) = d(k) (8.44)

avec

[A]
(k)
lm =

P∑
j=0

djk

∫
RP+2

Ψj(ξ(ω))Ψl(ξ(ω))Ψm(ξ(ω))Φ(θk, ξ)dθkdξ

b(k)
m = bm

d
(k)
l = dlk

Remarque : Le système linéaire comporteP + 1 équations àP + 2 inconnues ;
pour pouvoir résoudre, on suppose de plus que le vecteurξ est un vecteur Gaus-
sien, ce qui permet d’ajouter une équation supplémentaire au système :∫

R
p

θk,ξ(θk, ξ)dθk = Φ(ξ) (8.45)

N résolutions permettent d’obtenir les vecteursb(k) pourk variant de1 àN : la
fonction densité de probabilitép

θk,ξ(θk, ξ) est alors entièrement déterminée.
Des procédures de calcul adaptées, tenant compte de la structure des équations,

ont été développées [Ghanem 99][Ghanem et Kruger 96].
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Chapitre 9

Méthodes probabilistes en calcul des
structures : quelques exemples

Afin d’illustrer les possibilités de l’approche probabiliste en calcul des struc-
tures, trois exemples seront développés :

– un système masse ressort à un degré de liberté impacté par une charge déter-
minée, le caractère aléatoire de la réponse étant dû à une rigidité incertaine
modélisée par une variable aléatoire.

– un exemple élémentaire d’une barre en traction dont la résistanceσy et l’ef-
fort appliquéP seront modélisés par des variables aléatoires indépendantes.
La notion de probabilité de défaillance (fiabilité) sera esquissée.

– un exemple de poutre console en flexion dont la rigidité EI dépend de la
position spatiale : elle sera modélisée par un processus aléatoire gaussien
indexé sur le domaine spatial occupé par la poutre.

9.1 Système masse-ressort impacté

Considérons un système à un degré de liberté constitué d’une masse unité et
d’un ressort de raideurK. Le paramètre incertain est la raideur caractérisée par
une fonction densité de probabilité (PDF)fK(k). Le chargement est modélisé par
une impulsion (Fig. 9.1).

Le déplacementX(ω, t) est un processus aléatoire indexé par le tempst [Igusa 89].
Pour fixer les idées, supposons pourK une distribution lognormale (Fig. 9.2) de
médianem̃K = 4π2 (correspondant à une fréquence propref0 = 1 Hz) et un co-
efficient de variationVK = 0.2 correspondant à une incertitude modérée sur la
rigidité ( VK = σK/K̄).

L’influence de l’incertitude surK sur la réponsex(t) est illustrée pour dif-
férentes valeurs possibles des fréquences propres :f0 = 0.9, 1.0, 1.1 Hz (Fig.
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FIG. 9.1 – Système masse-ressort
soumis à une impulsion
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FIG. 9.2 – densité lognormale de K

9.3). Pour ce problème élémentaire, la fonction densité de probabilitéfX(x, t)
deX(ω, t) peut être directement déterminée à partir defK(k) [Kozin 61]. Cepen-
dant, le couplage des variables x et t rend difficile dans le cas général le calcul
d’une telle densité de probabilité jointe. De plus, des indicateurs plus simples tels
l’amplitude maximale de la réponse, la moyenne quadratique (rms : root mean
square value), le nombre moyen de points de passage et de franchissement par
rapport à une valeur définie suffisent à qualifier le système. L’évaluation de ces in-
dicateurs peut être effectuée en résolvant deux problèmes découplés [Igusa 88] :

– une analyse dynamique pour des valeurs fixées des paramètres (déterministe)
– une analyseprobabiliste basée sur les résultats de l’analyse déterministe.

Pour l’oscillateur étudié, considérons comme critère de conception le déplacement
maximal de la réponse

R(K) = max |x(t)| = 1√
K

(9.1)

Le temps n’intervient plus à l’issue de cette première étape : nous avons à déter-
miner une variable aléatoireR à la place d’un processus champX(t). La seconde
étape consiste à calculer la fonction densité de probabilité deR(K) en fonction
de celle deK. Nous pouvons utiliser les résultats présentés au chapitre 4 de la
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FIG. 9.3 – Réponse pour différentes fréquences propres

première partie (Equ. 4.2). La fonctionR = g(K) est monotone. On obtient di-
rectement :

fR(r) =
fK(k)

|dg(k)
dk
|
k=g−1(r)

=
2

r3
fK(

1

r2
) (9.2)

Dans cette exemple,K a une distribution lognormale, et on peut montrer à partir
de l’équation 9.2 queR a également une distribution lognormale (Fig. 9.4) de
médianem̃R et de coefficient de variationVR avec

m̃R =
1√
m̃K

=
1

2π
VR =

√
4

√
V 2

K + 1− 1 = 0.09926

9.2 Barre en traction

Pour simplifier, on considère le problème statique et indépendant du temps
d’une barre de section S supposée connue (valeur déterministe), encastrée à une
extrémité et soumise à l’autre extrémité à un effort incertain, modélisé par une
variable aléatoire gaussienneP = N(µp, σp). La limite élastique du matériau
est également incertaine et est modélisée par une variable aléatoire gaussienne
Σe = N(µσe , σσe)

9.2.1 Position du problème

Le succès d’un dimensionnement se traduit par la vérification d’une inégalité
entre résistance et sollicitation : c’est le modèle de dimensionnement. La relation
entre sollicitation et réponse du système est donnée par le modèle mécanique.
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FIG. 9.4 – densité lognormale de R

– le modèle de dimensionnement :

Σ < Σe

– le modèle mécanique :

Σ =
P

S

La mise en place d’un scénario de défaillance s’effectue à partir d’une fonction de
performance qui est ici :

G(P,Σe) = SΣe − P

– G(P,Σe) > 0 définit le domaine de sûreté,
– G(P,Σe) = 0 définit l’état limite,
– G(P,Σe) < 0 définit le domaine de défaillance.

Dans ce cas élémentaire, la probabilité de défaillancePf s’écrit :

Pf = P (Σ > Σe) = P (Σe −
P

S
< 0)

Pf est explicité en utilisant les densités de probabilités jointes des V.A.Σe etP :

Pf =

∫
A

fΣe,P (σe, p)dpdσe avec A défini par :Σe −
P

S
< 0 (Fig. 9.5).
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Les V.A. sontindépendanteset gaussiennes :

Pf =

∫
A

1

(2πσσeσp)
exp

(
−(σe − µσe)

2

2σ2
σe

)
exp

(
−(p− µp)

2

2σ2
p

)
dpdσe

P

ΣeS

A

FIG. 9.5 – Domaine d’intégration

Pour fixer les idées, supposons que les caractéristiques de la charge sontµp =
15kN et σ2

p = 2kN et que ceux de la contrainte élastique sontµσe = 50Mpa et
σ2

σe
= 1MPa. La section S sera prise égale à400mm2. Les fonctions densités de

probabilité sont représentées sur la figure 9.6.
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Caractéristique
maté riau ΣS

FIG. 9.6 – Fonctions densités de probabilité

9.2.2 Résolution

1. Intégration formelle ou numérique (rarement possible sauf cas d’école).
Dans ce cas très simple, l’intégration numérique donne le résultat suivant :

Pf ≈ 0.0206 (9.3)
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FIG. 9.7 – Fonctions densités de probabilité et histogrammes

2. Simulation directe de Monte Carlo (coûteuse mais toujours possible)
Deux séries deN tirages sont réalisées respectant les lois probabilistes sou-
haitées pourΣe et P (Fig. 9.7). Notons{Σ(N)} et {P (N)} les ensembles
correspondants. Soit{A(N)} l’ensemble des couples(Σ(N)

i , P
(N)
j ) tels que

SΣ
(N)
i < P

(N)
j pouri etj variant de 1 àN . La probabilité de défaillancePf

sera estimée par :

Pf N ≈ Card({A(N)})
Card({P (N)})Card({Σ(N)})

(9.4)

L’évolution dePf N en fonction du nombre de tirages est représentée sur la
figure 9.8 : pour chaque valeur deN , on effectue dix simulations et on prend
la moyenne de ces valeurs (point de taille supérieur). On note la convergence
attendue dePf N vers la valeurPf lorsqueN augmente.

0 200 400 600 800 1000
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0.04
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N

PfN

Pf = 0.0206

FIG. 9.8 – Evolution dePf N

3. Méthodes d’approximation :
– FORM (First Order Reliability Method)
– SORM (Second Order Reliability Method)
– Simulations Conditionnelles
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9.2.3 Méthodes d’approximation FORM-SORM

Devant les difficultés numériques de calcul dePf , il est apparu souhaitable
d’introduire une mesure standard et commode pour l’étude de la fiabilité qui

– doit être basée sur les deux premiers moments des variables aléatoires ca-
ractéristiques de la réponse,

– doit être représentative de la fiabilité du système dans son environnement.
Cette mesure, appelée indice de fiabilité, est notée généralementβ :

β =
〈M〉
σM

(9.5)
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fΣeP

Espace physique Espace norm centr

T

FIG. 9.9 – Transformation T de l’espace physique vers l’espace normé

avecM marge de sécurité définie comme la distance minimale entre le point de
conception et le domaine de défaillance caractérisé par la fonction de performance
G(X). La moyenne et l’écart-type deM sont notés respectivement〈M〉 et σM

[Bjerager 89]. Les principales étapes du calcul sont :

1. TransformationT de l’espace physiqueX en un espace norméU par un
changement de variables,

2. Approximation de l’état limite (hyperplan pour FORM, du second ordre
pour SORM) et recherche de la distance de l’origine à l’état limiteβ.
Dans l’exemple proposé,β est donné par :

β =
Sµσe − µp√
(Sσσe)

2 + σ2
p
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Avec les valeurs numériques de l’exemple proposé, on trouveβ = 5√
6

3. Approximation de la probabilité de défaillancePf à partir deβ.

Pf ≈ Φ(−β) avecΦ la fonction de répartition normale centrée réduite.

Dans ce cas particulier, le domaine de défaillance après transformation, est
une droite : l’approximation FORM donne le résultat exact.

Pf = Φ(−β) =
1− Erf( 5

2
√

3
)

2
≈ 0.02061

9.3 Poutre en flexion

Cet exemple permet d’introduire un modèle mécanique paramétré par un champ
de variables aléatoires.

9.3.1 Position du problème

Considérons une poutre en théorie d’Euler-Bernoulli (Fig. 9.10), de longueur
L, encastrée-libre et soumise à une charge linéique répartie de densité constante
p. La rigidité de flexion EI est une fonction aléatoire de l’espace définie par :

L

EI

p

x

FIG. 9.10 – Poutre console avec rigidité de flexion aléatoire

EI = w(x, θ)

On suppose que ce processus champ est gaussien ; il est entièrement caractérisé
par son espérancēw(x) et sa fonction de covarianceC(x1,x2).
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9.3.2 Résolution

La solution cherchée est le déplacement transversal en tout pointv(x, θ) en
fonction du chargement, des caractéristiques géométriques et dew(x, θ). Généra-
lement, la solution analytique exacte est inaccessible. Dans le cas particulier de
flexion isostatique de poutre, on peut donner une expression exacte des deux pre-
miers moments de la réponsev(x, θ) [Elishakoffet al.95]. Ces solutions peuvent
permettre de qualifier les méthodes approchées, basées sur des techniques de per-
turbations ou des méthodes de développement en séries.

Résolution exacte Les équations du problème sont données par :

1. Equations de liaison :

v(0) = 0
dv

dx
(0) = 0 (9.6)

2. Equations d’équilibre :

M(L) = 0
dM

dx
(L) = 0 (9.7)

d2M

dx2
(x) = p(x) (9.8)

3. Relation de comportement

M(x) = EI(x)
d2v

dx2
(x) (9.9)

En prenant l’espérance de l’équation 9.9, on obtient :

d2v̄

dx2
(x) =

M(x)

D0(x)
(9.10)

où v̄(x) = E(v(x)) est l’espérance du déplacement etD0(x) est définie par :

1

D0(x)
= E

(
1

EI(x)

)
où E(.) signifie espérance mathématique. L’équation différentielle gouvernant le
déplacement moyen̄v(x) est obtenue à partir de l’équation 9.10 par différentia-
tion :

d2

dx2

[
D0(x)

d2v̄

dx2
(x)

]
= p(x) (9.11)
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L’équation 9.11 gouverne le déplacement moyen de la poutre avec les conditions
aux limites issues de l’équation 9.6 :

v̄(0) = 0
dv̄

dx
(0) = 0 (9.12)

et les conditions aux limites issues de l’équation 9.7 :

d2v̄

dx2
(0) = 0

d3v̄

dx3
(0) = 0 (9.13)

La solution est obtenue sans difficulté dans le cas oùp(x) = p0 :

v̄(x) =
p0

24D0

x2(6L2 − 4Lx+ x2) (9.14)

L’équation différentielle gouvernant la fonction de covarianceC(x, y) est égale-
ment obtenue à partir de l’équation 9.10 :

d2[v(x)− v̄(x)]

dx2

d2[v(y)− v̄(y)]

dy2
= M(x)M(y)

[
1

EI(x)
− 1

D0(x)

] [
1

EI(y)
− 1

D0(y)

]
(9.15)

Finalement, l’équation aux dérivées partielles gouvernant la fonction de cova-
riance est donnée par :

∂4

∂x2∂y2

[
D1(x, y)

∂4C(x, y)

∂x2∂y2

]
= p(x)p(y) (9.16)

L’équation 9.16 gouverne la fonction de covariance du déplacement avec les condi-
tions aux limites :

C(0, y) = 0
∂C

∂x
(0, y) = 0 (9.17)

∂2C

∂x2
(L, y) = 0

∂3C

∂x3
(L, y) = 0 (9.18)

C(x, 0) = 0
∂C

∂y
(x, 0) = 0 (9.19)

∂2C

∂y2
(x, L) = 0

∂3C

∂y3
(x, L) = 0 (9.20)
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Exemple de caractérisation du champ stochastiqueEI(x) . On suppose que
EI(x) est un champ stochastique de la forme :EI0[1+α(x)] avecα(x) un champ
aléatoire normé de distribution uniforme de densité de probabilité donnée par :

fα(x,y)(u, v) =
1

4a2

[
1 +

3ρ(x, y)

a2
uv

]
u, v ∈ [−a, a] (9.21)

aveca constant etρ(x, y) le coefficient de corrélation, supposé triangulaire donné
par :

ρ(x, y) = 1− |x− y|
L

, |x− y| < L. (9.22)

Calcul des fonctionsD0(x) etD1(x, y)

1

D0(x)
=

1

EI0
E

(
1

1 + α(x)

)
(9.23)

avec :

E

(
1

1 + α(x)

)
=

∫ +a

−a

∫ +a

−a

fα(x,x)(u, v)
1

1 + u
dudv =

1

2a
ln

(
1 + a

1− a

)
(9.24)

de même on peut exprimerD1(x, y) :

1

D1(x, y)
=
ρ(x, y)

D̄1u

=
3ρ(x, y)

(2a2EI0)2

(
2a− ln

1 + a

1− a

)2

. (9.25)
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